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1. Resumen.

La metagendmica aborda la problemética de la caracterizacion de las
comunidades microbianas, para ello, se extrae el material genético de una
comunidad de organismos y posteriormente se realiza el andlisis de la misma.
En la actualidad, son numerosos los métodos existentes para el alineamiento de
las muestras con genomas de referencia empleando bibliotecas de genomas
bacterianos, pero la cuantificacion y estimacion de la abundancia relativa de las
especies presentes en la muestra es mas complejo. Existen herramientas que

emplean diferentes estrategias, pero no siempre resultan precisas y eficientes.

El presente trabajo aborda el andlisis de comunidades bacterianas sintéticas
para obtener un algoritmo capaz de estimar la abundancia relativa y el nimero
de clones presentes para un gen especifico empleando Deep Learning. Para ello
se desarrollard un simulador de comunidades bacterianas y se emplearan para
obtener algoritmos predictivos de diferente complejidad. La determinacion del
namero de mutaciones y de alelos presentes en una muestra se consigue con
una precision del >97%, mientras que la estimacion de la abundancia relativa y
la cuantificacion del niumero de clones presenta limitaciones y la precision
alcanzada es del ~12%. La precision se esta viendo afectada por la similitud
entre la composicién en proporcién de las comunidades sintéticas en las que se
presenta codominancia entre dos alelos. Ademas, se emplean comunidades
cuya variabilidad genética es inferior al 10%, lo cual dificulta el proceso de

aprendizaje de la red neuronal afectando a su capacidad predictiva.
2. Abstract.

Metagenomics addresses the problem of characterizing microbial communities.
To do this, the genetic material of a community of organisms is extracted and
subsequently analyzed. Currently, there are many existing methods for aligning
samples with reference genomes using bacterial genome libraries, but the
guantification and estimation of the relative abundance of the species present in
the sample is more complex. There are tools that employ different strategies, but
they are not always accurate and efficient.



The present work deals with the analysis of synthetic bacterial communities to
obtain an algorithm capable of estimating the relative abundance and the number
of clones present for a specific gene using Deep Learning. For this, a simulator
of bacterial communities will be developed and used to obtain predictive
algorithms of different complexity. The determination of the number of mutations
and alleles present in a sample is achieved with a precision of >97%, while the
estimation of the relative abundance and the quantification of the number of
clones has limitations and the precision reached is ~12%. The precision is being
affected by the similarity between the composition in proportion of the synthetic
communities in which there is codominance between two alleles. In addition,
communities whose genetic variability is less than 10% are used, which hinders

the learning process of the neural network, affecting its predictive capacity.
3. Palabras clave.

Metagendmica, Abundancia relativa, Métodos computacionales, Gendmica,

Deep Learning.

Metagenomics, Relative Abundance, Computational methods, Genomics, Deel

Learning.
4. Introduccion.
4.1 La metagendmica.

La metagendmica es el estudio de una mezcla de material genético extraida de
una comunidad de organismos, este tipo de estudios sigue dos tipos de
aproximaciones, la realizacién de un estudio genético completo de todos los
individuos presentes en la muestra (shotgun) o el mas habitual que se focaliza
en el gen 16s rRNA (Peterson et al., 2009), el cual contiene 9 regiones variables
(V1-V9) que son empleadas para la clasificacion filogenética debido a sus bajas
tasas de evolucion. Esto es asi debido a la ambigliedad entre especies y cepas
microbianas. A medida que ha crecido la base de datos de genomas bacterianos,
cada vez, se descubren nuevas coincidencias entre el material genético de las
diferentes especies de microorganismos, en muchos casos, estos genomas son
casi idénticos. Ejemplo de ello es la semejanza entre Mycobacterium Bovis y

Mycobacterium tuberculosis, las cuales comparten hasta un 99.95% del material



genético (Garnier et al., 2003). Su alta similitud, indica que deben considerarse
como dos cepas de una sola especie, pero conservan diferentes nombres. Los
taxonomos han creado la categoria de Mycobacterium tuberculosis complex
(Brosch et al., 2002) para presentar una coleccion de taxones que ahora incluye
mas de 100 cepas de 5 especies diferentes.

La comunidad de microorganismos a menudo abarca una gama desconcertante
de diversidad fisiologica. El andlisis basado en funciones y secuencias de
fragmentos de ADN metagenomico ha dado como resultado la identificacién de
nuevos genes y productos génicos (Daniel 2004; Streit et al., 2004). A su vez, la
secuenciacion parcial de metagenomas, como los del biofilm de la mina acida
(Tyson et al., 2004) y el Mar de Sargazos (Tringe et al., 2005) han proporcionado

una mejor comprension de la estructura de las comunidades microbianas.

Uno de los campos donde la metagendémica ha alcanzado su méaximo desarrollo
es en el estudio de la microbiota del ser humano, un conjunto de
microorganismos que viven en simbiosis con el individuo al que hospedan. La
naturaleza de estos individuos es diversa, desde bacterias hasta levaduras y
virus. En este tipo de estudios tan solo se tienen en cuenta las comunidades

bacterianas.

El éxito de este tipo de tecnologias de secuenciacibn masiva para la
caracterizacion de los microorganismos presentes en la muestra radica en la
especificidad en la deteccién la cual se consigue gracias a la presencia de
regiones hipervariables muy bien conservadas dentro de cada especie y que
permiten realizar la clasificacion de los diferentes organismos a un nivel

taxondmico.

El proyecto del microbioma humano (HMP), dirigido por los Institutos Nacionales
de la Salud (NIH), fue uno de los principales proyectos que evalu6 la microbiota
del cuerpo humano y produjo alrededor de 35 mil millones de lecturas utilizando
datos de 16S rRNA MG de 690 muestras en mas de 10 sitios (Peterson et al.,
2009). El American Gut Project (McDonald et al., 2018) y Human Intestinal Tract
(Qin et al., 2010) han aumentado significativamente los datos del microbioma

humano con composicion y funcion.



Dada la naturaleza heterogénea de las muestras obtenidas tras el empleo de
estas tecnologias, se necesitan herramientas analiticas avanzadas para explorar
y caracterizar conjuntos de datos bioldgicos para estudiar la naturaleza peculiar
del microbioma, la composicion, la funcion y la heterogeneidad. Esto es crucial
para predecir la asociacion huésped-microbioma util en el diagnéstico de
enfermedades y en la construccion de estrategias de respuesta para mejorar la

salud humana (Hassan., et al 2022).

La metagendmica ha abierto una puerta al estudio de los sistemas microbianos
directamente de la muestra permitiendo comprenderlos de forma mas profunda
ya que supone el acceso a informacion sobre la diversidad metabdlica funcional
que, sin esta técnica, no seria posible conocer (Hassan., et al 2022).
Actualmente la tecnologia con mayor peso en la aplicacion clinica es la PCR
rapida, que permite el diagnostico en un tiempo de unas 2H y su manejo es
sencillo, la parte negativa es que se emplea para la deteccién de patégenos que
se encuentren frecuentemente. El éxito de la metagendmica sobre estos
métodos dependerd del éxito en la combinacion de la IA ya que pueden ser
efectivos en el diagnostico temprano de infecciones y la identificacion de

amenazas patdgenas emergentes.
4.2 Inteligencia Artificial y Deep Learning.

El aprendizaje automatico permite predecir el comportamiento de eventos que
no hemos visto, mediante el aprendizaje previo de una maquina a partir de
muchos eventos similares, esta disciplina es relativamente reciente y su
crecimiento se ve favorecido por el auge de las tecnologias que permiten gran
capacidad de computacion y la digitalizacién global que permite el acceso a
grandes volumenes de datos.

En esencia, el funcionamiento de estos sistemas es una emulacién del
procesamiento y razonamiento humano, se asume que, Si se entregan
cantidades de datos suficientes, junto con unas reglas definidas, se podra
reconocer patrones y caracteristicas de los datos, de manera que sea capaz de
generalizar y de dar respuesta a problemas similares a los encontrados en los
datos aprendidos. Debido a los posibles sesgos que pueden generarse al

entrenar el modelo, se debe realizar un trabajo concienzudo sobre los datos que



seran empleados para la etapa de entrenamiento para que el resultado sea
efectivo. Para que estos datos tengan sentido, se requiere de las herramientas
adecuadas para evaluar los resultados del modelo y su adecuacion al problema
concreto que se trata de resolver. Es decir, se debe realizar un analisis del
comportamiento y rendimiento del modelo, y evaluarlo para decidir si es 0 no
apropiado para el problema. Para determinar el rendimiento de un modelo, se
emplean una serie de métricas y estadisticos que ayudan a la toma de decision

y la eleccion del modelo 6ptimo.

El Deep Learning permite predecir el comportamiento de eventos desconocidos
a partir del entrenamiento con casos similares, pero, en concreto, el Deep
Learning permite obtener modelos capaces de capturar relaciones tanto lineales
como no lineales de modos méas complejos y sofisticados que el machine
learning tradicional. Es por ello, que este tipo de 1A es la elegida para el desarrollo
del software DeepCloneFinder, ya que las relaciones no son lineales y dada la

heterogeneidad de las muestras a tratas, requiere de un modelo sofisticado.

Para problemas sencillos, se pueden emplear modelos de regresion lineal o
logistica, naive Bayes, modelos SVM con diferentes kernels, de clasificacion,
como son los diferentes algoritmos de clustering, o Random forest, estos

modelos son conocidos como machine learning tradicional o clasico.

Desarrollar un algoritmo que pretenda abordar problemas mas complejos
requiere del empleo de otro tipo de IA, el Deep Learning, en concreto redes
neuronales que prometen tener un comportamiento especialmente bueno en
datos complejos, que incluyen datos de imagen, audio o video, pero también
problemas clinicos o bioldgicos complejos como los abordados en el presente

proyecto.

Para obtener relaciones no lineales, partiendo del modelo clasico en el que se
parte de una serie de inputs, que se combinan para producir un output, se debe
introducir una 0 mas capas ocultas, también conocidas como Hidden Layers, sin
embargo, esto no es suficiente, ya que sigue siendo una combinacion de
funciones lineales y, para alcanzar la solucién, en la mayoria de los casos, se

requiere de obtener relaciones complejas que no se describen con una funcion



lineal. Es por ello que a los outputs de una o de varias de las capas ocultas, se

les debe aplicar una trasformacion no lineal.

Para evaluar grandes conjuntos de datos del mundo microbiano, la IA garantiza
un aprendizaje profundo y una comprension en términos jerarquicos (Agrebi &
Larbi, 2020). En este ambito la IA propone una alternativa de menor coste y
mayor eficiencia en microbiologia clinica y otras areas de la microbiologia para
la deteccidn de patdgenos empleando tecnologias de metagendmica (Hassan.,
et al 2022).

A pesar de tratarse de una tecnologia relativamente reciente, existen casos de
éxito como el empleo de herramientas de IA para diferenciar la diversidad
microbiana en personas con enfermedad inflamatoria intestinal (EIl) y personas
si esta patologia, en este estudio realizado en 2012, se emplearon modelos de
clasificacion supervisada y de Random Forest, concluyeron que podria utilizarse
como una herramienta de diagndstico eficaz con un poder predictivo adecuado
(Li & Qian, 2020).

4.2.1 Funciones de activacion de redes neuronales

Al afiadir funciones de activacion supone un mayor impacto al agregar capas de
neuronas ocultas, se puede decir que estas funciones “activan” las neuronas
para aprendizaje no lineal. Este apilamiento de relaciones lineales sobre no
lineales permite moldear relaciones muy complicadas entre entradas y salidas
previstas. En resumen, cada capa esta aprendiendo de manera efectiva una

funcién mas compleja y de mayor nivel sobre las entradas sin procesar.
Entre las funciones de activacion, destacan las siguientes:

- Funcién sigmoidea. Convierte la suma ponderada obtenida a un valor
entre 0y 1.

- Unidad Lineal Rectificada (ReLU). Una de las funciones no lineales mas
usadas en los outputs de las capas ocultas, el éxito de esta funcion radica
en que tiene un rango de capacidad de respuesta mas util. La capacidad
de respuesta de una funcion sigmoidea disminuye relativamente rapido
en ambos lados, perdiendo valor en los extremos. Esta funcion toma una

funcién lineal y todos los valores por debajo de cero lo transforma a cero.



- Leaky ReLU. Similar a ReLU, pero los valores por debajo de cero sufren
una menor modificacion, al aplicarles un factor de correccién, lo que
previene el descarte masivo de outputs caracteristico de la funcion RelLU,
manteniendo los valores por debajo de cero, pero otorgandoles un menor
peso.

- Unidad Lineal Exponencial (ELU). Funcion de unidades lineales
exponenciales, es similar a ReLU, pero los valores por debajo de cero
siguen una funcione exponencial tipica mediante transformacién
exponencial.

- Otras funciones. Ademés de las desarrolladas anteriormente, existen
otras como son la RReLU, RelLU paramétrica, tangencial, hiperbdlica,
binaria, etc. Esta gran variedad permite generalizar y adaptarse a una
gran variedad de datos.

4.2.2 Inteligencia Artificial aplicada a la metagendmica.

La combinacién de estas dos tecnologias esta mostrando un profundo impacto
en el sistema de salud y se espera que su aplicabilidad gane impulso dado que,
se prevé gue la microbiota intestinal desempefie un papel clave en la medicina
de precision (Harper & Topol, 2012; Ma et al., 2022). Las principales ventajas
estan en la caracterizacién de los microorganismos que no pueden ser cultivados
y se consideran parte oculta del microbioma, esto permite conocer la diversidad

funcional, esto puede conseguirse gracias a la interaccidon de estas tecnologias.

La prediccion computacional ab initio de genes a partir de ADN microbiano tiene
una larga historia y se ha desarrollado empleando varias herramientas para la
prediccibn de genes y la anotacion de secuencias gendémicas de especies
procariotas de forma individual (Hoff et al., 2008). En el campo de la
metagendmica, existen algunos métodos principales, por ejemplo, el basado en
busqueda BLAST (Altschul et al., 1990), este enfoque es computacionalmente
costoso y es capaz de encontrar nuevos genes, empleando la homologia. Otro
método desarrollado para este mismo fin es un enfoque heuristico de
GeneMark.hmm que deriva del empleo de monocoddn adaptando el contenido

de GC de una secuencia de entrada (Besemer et al., 2006).
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A medida que el coste de la secuenciacion ha disminuido, los experimentos de
metagenomica del tipo shotgun se han empleado cada vez mas. En este &mbito
se requiere de un meétodo para estimar la abundancia directamente a partir de
los datos de lectura sin un procesamiento previo (Lu et al., 2017). Se han
desarrollado métodos como el elaborado por Lu J et al., Bracken (Bayesian
Reestimation of Abundance after Classification with KrakEN), este método
emplea las asignaciones taxonomicas realizadas por KrakEN, un clasificador de
lectura rapido que puede producir estimaciones precisas de abundancia a nivel
de especie y género incluso con multiples especies casi idénticas.

Han aparecido varios métodos eficientes de alineacion de secuencias leidas con
una base de datos de genomas microbianos de forma rapida y precisa. Ejemplo
de este tipo de softwares, se puede destacar MegaBlast (Morgulis et al., 2008)
el cual ha liderado este ambito hasta el desarrollo de Kraken, el cual ha
aumentado la velocidad de MegaBlast 900 veces (Wood & Salzberg, 2014). La
secuenciacion con una base de datos de referencia de proteinas es un cuello de
botella computacional importante en metagendmica, en este sentido, DIAMOND
es un algoritmo de cédigo abierto basado en doble indexacion 20000 veces mas
rapido que el estandar de oro BLASTX en lecturas cortas (Buchfink et al., 2015).
En cuanto al rendimiento obtenido, las dos mejores herramientas con Kraken
cuya Ultima version es Kraken2 y MetaPhlAn, ultima versién MetaPhlAn 3, se
emplean para la clasificacion de lecturas dentro de metagenomas de conjuntos

de datos ambientales o sanitarios (Wright et al., 2022).

El andlisis metagendmico a menudo implica estimar la abundancia de la especie
en una muestra particular. Aunque no podemos asignar sin tener en cuenta la
ambigledad, es interesante conocer la abundancia relativa de cada especie en
la muestra. En este sentido se han desarrollado varias herramientas de software
para estimar la abundancia de especies en muestras de metagenémica cOmo
GAAS (Angly et al., 2009), ConStrains (Luo et al., 2015), GASIC (Lindner &
Renard, 2013) o KrakEN (Lu et al., 2017). Estas herramientas emplean diferentes

estrategias que no siempre resultan precisas y eficientes.

5. Planteamiento de hipétesis y objetivos del proyecto.
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Existen numerosas herramientas Utiles para identificar las especies presentes en
una comunidad alineandolo con un genoma de referencia empleando bibliotecas
de genomas bacterianos. Sin embargo, no existe ninguna herramienta capaz de

predecir la numero y/o abundancia de distintos clones de una sola especie.

Empleando una matriz de probabilidad que describa la comunidad clonal de una
especie a partir del alineamiento de un gen marcador, un algoritmo de
Inteligencia Artificial deberia establecer las relaciones mateméticas que le
permitan cuantificar el nimero de clones y la abundancia relativa de cada alelo

presente en la muestra.
6. Material y métodos.

DeepCloneFinder es un software basado en Deep Learning (Codigo disponible

en: https://github.com/OPSergio/DeepCloneFinder.qgit) que permite identificar la

composicion clonal (en frecuencia). Esta herramienta en un primer modelo debe
de ser capaz de identificar el nimero de mutaciones. Para ello se desarrollara
un modelo que se denominara simple, se generard una base de datos con
muestras de comunidades sintéticas, de las cuales se extraeran las principales
caracteristicas que se empleardn como input, estas son el numero de
mutaciones, el nimero de alelos junto con la matriz asociada, finalmente se iran

refinando los hiperparametros modificando la red neuronal.

En un modelo mas complejo, se generard una base de datos, con un total de
1000 comunidades sintéticas, se extraeran las caracteristicas principales, en
este caso el numero de mutaciones y los alelos presentes en las muestras para
obtener un algoritmo capaz de clasificar las muestras en funcién del estas

caracteristicas.

Este modelo requiere de la inclusién de ruido, por lo que, en un modelo final, se
introducirad de forma deliberada, muestras que generen una disminucion en la
precision del modelo. La finalidad es realizar una aproximacion lo mas realista

posible para garantizar el buen rendimiento en la practica.

Finalmente, se desarrollara un modelo final, el cual debe tener la capacidad de
prediccion del numero de clones pertenecientes a cada alelo y su frecuencia

relativa en la muestra.
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Figura 1 Diagrama de trabajo para el desarrollo del software DeepCloneFinder. Fuente: Elaboracion propia.

Para llevar a cabo el entrenamiento del modelo, se partira de una matriz molde,
obtenida de la traduccion de una secuencia FASTA de la base de datos Gene
del National Center for Biotechnology Information (NCBI) a una matriz de
probabilidad.

Para el desarrollo de DeepCloneFinder, se requiere de gran cantidad de datos y
para ello se debe obtener un simulador que los genere y cumpla con los

requisitos preestablecidos.
6.1 Simulador de comunidades sintéticas.

La finalidad de este simulador consiste en, partiendo de una matriz molde, la cual
se obtiene como se detalldo anteriormente, obtener una base de datos
heterogénea, simulando un nimero de muestras significativo de comunidades

sintéticas adaptado para cada modelo.

Para ello, el simulador de comunidades debe ser capaz de, a lo largo de la matriz
de referencia, inducir un nimero determinado de mutaciones en posiciones
totalmente aleatorias, a su vez, debe de generar el nUmero deseado de alelos
gue compondran la comunidad simulada. Estas caracteristicas seran extraidas

y facilitadas como inputs a la red neuronal.
Para llevar a cabo el simulador, se emplearan las siguientes librerias:

Pandas: Proporciona herramientas que permiten la lectura de datos en diferentes
formatos, la seleccion y filtrado de datos, asi como la unién o fusién de los

mismos (McKinney et al., 2010).
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NumPy: Da soporte para la creacidon de vectores y matrices de grandes
dimensionalidades, ademas de la recopilacion de funciones matematicas de alto

nivel para operar con ellas (Harris et al., 2020).

Random: Contiene una serie de funciones para generar nameros

pseudoaleatorios (Van Rossum 2020).

En un primer paso, se lee la matriz de probabilidades original (16S rRNA de
Pseudomonas aeruginosa) y a partir de ella, se genera un array de NumPy para

poder operar y trabajar con las diferentes matrices.

Se disefia un bucle anidado, el cual sera el producto de dos bucles for, el bucle
interno, sera el encargado de generar las mutaciones, de modo que el nimero
de vueltas serd igual al niumero de mutaciones producidas en la secuencia

original.

Para ello las instrucciones definidas implican la generaciéon de una posicién
aleatoria de la matriz en la que se sustituira el valor predefinido, para que no se
produzcan dobles conteos en una misma posicion del gen, eliminando el conteo
perteneciente a la secuencia original, sustituyéndolo por el conteo inducido

generando el efecto que produciria una mutacién sobre la secuencia original.

El bucle externo, se emplea para obtener y guardar la matriz final de
probabilidad, de modo que el nUmero de vueltas se corresponde con el nimero
total de matrices generadas y las instrucciones definidas para el mismo implican
la compilacion de las matrices y su division entre el nimero de alelos generado.
De modo que la matriz resultante, contendra la probabilidad de cada base
nitrogenada en cada posicién del gen perteneciente a la comunidad sintética

generada.
6.2 Base de datos.

Librerias empleadas para el tratamiento de los datos previo al entrenamiento no

definidas en apartados anteriores:

Os: Médulo que permite acceder a funcionalidades dependientes del Sistema
Operativo, principalmente aquellas que otorgan informacion acerca del entorno

del mismo y permiten manipular la estructura de directorios.
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6.2.1 Base de datos para el Modelo Simple.

Se desarrolla un primer modelo para la prediccion del nUmero de mutaciones en

una secuencia cuya longitud es de 200 pares de bases.

Para el entrenamiento de este primer modelo, se emplearan 100 muestras para
cada categoria. Para la obtencion de estos datos, se recurrird al simulador de
comunidades desarrollado y explicado en pasos anteriores.

Se genera un directorio para cada grupo de muestras, en ellos se guardan las
matrices de probabilidad de las comunidades generadas para el entrenamiento.
Una vez realizado este paso, se requiere del agrupamiento de todos los datos

puesto que TensorFlow empleara una Unica matriz que comprenda todos datos.

Se genera un bucle que recorra el directorio en el que se encuentran los datos,
al alojarse en directorios diferentes, se repite el proceso para cada grupo de
muestras. Terminado el proceso se obtienen tres matrices de dimension
(100,4,200), se agrupan en una unica (300,4,200) que constituird la base de

datos que se empleara para el entrenamiento del primer modelo.

Otro de los parametros requeridos por TensorFlow es un vector que incluya las

etiquetas de los datos.

Se procede a generar las etiquetas para cada categoria y del mismo modo, se
concatenan los vectores con las etiquetas. Se obtiene un vector (1,300), el cual

contiene las etiquetas que se entregaran como input al modelo.

Finalmente, se dividen los datos de modo que el 70% de ellos seran empleados
para el entrenamiento del algoritmo y el 30% restante se empleara para testear
la precision del mismo. Esta division no es el Unico tratamiento que se da a los
datos, se debe aleatorizar el orden puesto que, en la matriz generada, se
encuentran ordenados por grupos y existe el riesgo de que la inteligencia artificial

aprenda los datos ordenados y no sea Uutil.
6.2.2 Base de datos Modelo avanzado.

Se desarrolla un algoritmo capaz de predecir tanto el nUmero de mutaciones,
como el de numero de alelos de una muestra. Para ello, se dara como dato de

entrada, una matriz de probabilidades que contenga, la probabilidad de cada
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base nitrogenada por posicién del gen de un conjunto de comunidades sintéticas.
De modo que la base nitrogenada cuya probabilidad se encuentre en mayor
proporcion, correspondera a la secuencia inalterada o alelo dominante (mayor
abundancia relativa) y las mutaciones se encontraran en menor proporcion en

funcién de su frecuencia en la muestra.

Para ello se debe obtener una base de datos con muestras representativas de
cada categoria y para la obtencién de estas muestras, se recurre al simulador de
comunidades desarrollado para la consecucion del proyecto.

Concretamente, la base de datos estara compuesta por 100 muestras para cada
una de las nueve categorias. Cada categoria se compone por muestras
independientes. En la Tabla 1 se recogen las categorias con sus respectivas
caracteristicas. Los datos abarcan desde el gen sin mutar, hasta cuatro alelos

con tres mutaciones.

Alelos
p o, Byy o, pB,yyd

1
N o= O
S I L]

6
7
8

N° mutaciones

O W N =

9 } } }

Tabla 1 Caracteristicas de cada categoria de datos con su respectiva etiqueta. Fuente: elaboracion propia.

Se repite el proceso desarrollado en el anterior apartado. La base de datos
resultante sera de 1000 muestras agrupadas en una Unica matriz de dimension
(1000,4,200).

La inclusioén de ruido para aumentar la precision del modelo en un entorno real,
se lleva a cabo con la herramienta empleada normalmente en clasificacion de
imagen ImageDataGenerator, concretamente, las modificaciones se realizan
sobre los datos de entrenamiento y consisten en, desplazamientos horizontales,
zooms y modificaciones de brillo, o que, para el caso, implica modificaciones en

la composicion de la muestra en porcentaje, y alteraciones del gen expresado.

6.2.3 Base de datos Modelo Final.
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La finalidad de la creacion de esta base de datos es obtener una base de datos
heterogénea de comunidades bacterianas sintéticas empleando el simulador de
comunidades desarrollado dentro del marco del proyecto. Las comunidades
simuladas seran de diversa naturaleza, en ellas se presentaran hasta cuatro

alelos, con un nimero determinado de clones.

Diccionario de categorias

Alelo o Alelo B Alelo y Alelo &

Categoria Nuamero de individuos N° de clones Frecuencia relativa N°declones  Frecuencia relativa N° de clones Frecuencia relativa N°de clones Frecuencia relativa
0 1 1 1.00 0 0.00 0 0.00 0 0.00
1 2 1 0.50 1 0,50 0 0,00 0 0,00
2 3 2 0.67 1 0,33 0 0,00 0 0.00
3 3 1 033 1 0,33 1 0,33 0 0,00
4 4 3 0.75 1 0,25 0 0,00 0 0.00
5 4 2 0.50 1 0,25 1 0,25 0 0,00
6 4 1 0.25 1 0.25 1 0.25 1 0.25
7 S 4 0.80 1 0,20 0 0,00 0 0,00
8 5 3 0.60 2 0,40 0 0,00 0 0.00
9 5 3 0.60 1 0.20 1 0.20 0 0,00

10 5 2 0.40 1 0,20 1 0.20 1 0.20
11 6 5 0.83 1 0.17 0 0.00 0 0.00
12 6 4 0.67 1 0,17 1 0,17 0 0,00
13 6 3 0.50 3 0,50 0 0,00 0 0.00
14 6 3 0.50 2 0,33 1 0,17 0 0,00
15 6 3 0.50 1 0,17 1 0.17 1 0.17
16 6 4 0.67 2 0,33 0 0,00 0 0,00

Tabla 2 Numero de clones y frecuencia relativa de cada alelo presente en la comunidad, en funcién de la categoria de

las muestras. Fuente: Elaboracion propia.

En la tabla 2, se presentan las categorias a las que pertenecen los datos
empleados para el desarrollo del algoritmo. Para todas las categorias, el nimero
de muestras es n=200, salvo para la categoria O, para esta categoria el nUmero
de muestras es n=100. Las dimensiones de la base de datos generada son de
(3300,4,200).

6.3 Estructura de la red neuronal.

Librerias empleadas para el disefio y desarrollo de la estructura de la red

neuronal.

Keras: Biblioteca de redes neuronales artificiales de cddigo abierto (Chollet
2015).

TensorFlow: Libreria de codigo abierto para Machine Learning, permite construir
y entrenar redes neuronales para detectar patrones (Abadi et al., 2016).

6.3.1 Capa de entrada.

El primer componente a definir es la capa de entrada, dada la naturaleza de los
datos empleados, las dimensiones de esta capa se corresponderan con las de

las matrices generadas (4,200). Cada neurona de esta capa se encargara de
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almacenar el valor contenido de una posicion de la matriz, es por ello que, si la
matriz tiene un total de 800 datos, se requiere una capa de entrada de 800
neuronas. La finalidad de este tipo de red neuronal es el andlisis individual de
cada posicion de la matriz, este hecho es interesante para el desarrollo de
DeepCloneFinder puesto que no existe una relacion matematica entre las
diferentes posiciones de la matriz y es estudiando cada posicion de forma
individual, la forma en la que se encuentra la relacion entre los alelos presentes

en la muestra.
6.3.2 Capas ocultas.

Ambos modelos poseen una estructura idéntica, se componen por un nimero de
capas internas de neuronas de tipo denso que variard en funcién de las
necesidades del algoritmo, estas neuronas establecen relaciones entre si, de
modo que quedan interconectadas. El nUmero de neuronas es inicialmente de
50 neuronas cada capa. La funcién de activacion es RelLU, Unidad Lineal
Rectificada Una de las funciones no lineales mas usadas en los outputs de las
capas ocultas, el éxito de esta funcion radica en que tiene un rango de capacidad
de respuesta mas util. La capacidad de respuesta de una funcién sigmoidea
disminuye relativamente rapido en ambos lados, perdiendo valor en los
extremos. Esta funcién toma una funcion lineal y todos los valores por debajo de
cero lo transforma a cero. Esa transformacion puede desembocar en el problema

de la muerte de algunas de las neuronas.

Tras la realizacion del entrenamiento, se observa que el modelo requiere de un
mayor numero de neuronas, por lo tanto, se aumenta el nimero a 100 neuronas

cada capa.

Tras realizar la comparacion con el resto de las funciones de activacion, la

empleada para el software de clasificacién desarrollado es la ReLU.
6.3.3 Capa de salida.

La capa de salida esta compuesta por un numero dependiente de neuronas, el
namero sera igual al numero de categorias contenidas en la base de datos. La
funcién de activacion es softmax, esta funcion es la mas empleada para

algoritmos de clasificacion. Si se tratase de una clasificacion binaria, la funcién
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mas adecuada seria la sigmoidea. Al contener datos pertenecientes a mas de 2

categorias, la eleccion de esta funcion esta justificada.
6.3.4 Compilacion de la red neuronal y entrenamiento.

Como optimizador se emplea la funcion Adam, como funcion de pérdida, se

emplea la funcion SparseCategoricalCrossentropy.

El nimero de épocas se decide en funcion de los resultados obtenidos, en un
primer modelo, se observa que la pérdida por época desciende a practicamente
cero entre las 40 y las 50 épocas, sin embargo, el valor de la precision en la
prediccidn sufre oscilaciones hasta las 40 épocas. Por lo tanto, para el modelo
complejo, se emplea un nimero superior a 50 épocas. En el caso del modelo

final el nUmero de épocas se define en 100 épocas.
7. Resultados.
7.1 Modelo simple.

El desarrollo de este modelo tiene como principal finalidad extraer una serie de
caracteristicas de la comunidad sintética objeto de estudio, concretamente el
namero de mutaciones presentes en la comunidad. A su vez, se trata de un
algoritmo relativamente sencillo que se emplea para comprobar la viabilidad de

desarrollar algoritmos con un grado de complejidad superior.
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En la figura 2 se muestran los resultados obtenidos tras 50 épocas de
entrenamiento del algoritmo desarrollado para predecir el nUmero de mutaciones

en muestras con 2 alelos para el gen 16S rRNA de pseudomonas aerugionsa.

Precisién de entrenamiento y pruebas  Pérdida de entrenamiento y pruebas

Como se observa en la Figura 2 la
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. . 0.6
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0.7 A
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esto se solapa con la pendiente de la

o ) Figura 2 Parametros del modelo. Se representa la precision y la
preC|S|c’)n, la cual, como se ha expllcado pérdida de entrenamiento frente al numero de épocas.
anteriormente, se reduce completamente

a partir de la época 10.

El resultado obtenido por el modelo con las pruebas al final del entrenamiento es
préoximo a 98%, a lo largo de las épocas de entrenamiento, se producen
oscilaciones producto de los diferentes ajustes de los pesos entre las neuronas.

Por ello se determina que la capacidad de prediccion del modelo es alta.
7.2 Modelo Avanzado.

En vista de los resultados obtenidos en el modelo inicial o basico, se desarrolla
un algoritmo con capacidad de identificar el niumero de alelos presentes en una
comunidad sintética y el nimero de mutaciones tomando como referencia el alelo
en mayor proporcién. Este algoritmo es un paso intermedio entre el inicio del
desarrollo y la fase final del software DeepCloneFinder, la importancia radica en
la sensibilidad de la red neuronal ante la deteccion de las caracteristicas

extraidas de la comunidad sintética, si esta sensibilidad es baja y por
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consiguiente el rendimiento del algoritmo, seria inviable alcanzar un modelo final

con la capacidad de cuantificar la abundancia relativa de cada alelo.

En la figura 3 se muestran los datos obtenidos tras el entrenamiento del modelo
avanzado empleando 2 capas ocultas de neuronas con funcién de activacion
ReLU, el entrenamiento se realiza durante 50 épocas y como se puede observar,
a lo largo de la curva de aprendizaje, se generan oscilaciones en los valores de
prediccidn, estas oscilaciones inicialmente estdn acentuadas pero a medida que
la red ajusta los pesos, se suavizan las oscilaciones y la tendencia de
aprendizaje del modelo transcurridas las épocas definidas para el entrenamiento,
continta al alza, lo que indica que si el numero de épocas fuese mayor, la

precision alcanzada seria a su vez mayor.

Por ello, se modificaran los parametros de entrenamiento aumentando el nimero
de épocas y de la estructura de la red buscando un menor nimero de
oscilaciones, para ello se modificara el nimero de neuronas en las capas ocultas

y las funciones de activacion.

09 |

. / |
’ |
or 0 \

Figura 3 Parametros del modelo, se representa la precision y la pérdida de entrenamiento frente al numero de
épocas. Modelo avanzado con 2 capas de 50 neuronas cada una, con funcion de activacion RelLU.

En un nuevo intento, se generara una estructura similar a la indicada para el
modelo anterior, las capas ocultas en este caso seran de 100 neuronas cada una
y la funcién de activacién sera la misma. Se incrementaran las épocas de

entrenamiento un 100% alcanzando un total de 100 épocas.
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Figura 4 Parametros del modelo, se representa la precision y la pérdida de entrenamiento frente al numero de épocas.

Modelo avanzado con 2 capas de 100 neuronas cada una, con funcion de activacion RelU.

En la Figura 4 se observa que el nimero de neuronas no ha conseguido eliminar
por completo las oscilaciones en la curva de precision, en cierto modo se
suavizan, pero el valor de precisién en pruebas es ligeramente menor que en el
modelo anterior a pesar de tener una mayor complejidad. Lo mismo ocurre con
el nUmero de épocas, la tasa de pérdida a partir de la época 40, es muy proxima
a cero y, por lo tanto, a partir de ese instante, el aprendizaje del modelo es

practicamente nulo.

Se disefia un modelo cuya estructura es idéntica al modelo anterior, en este caso
se modifica la funcidon de activacidon entre las neuronas. Se sustituira la funcion

de activacién ReLU por exponential.
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Figura 5 Pardmetros del modelo, se representa la precision y la pérdida de entrenamiento frente al numero de épocas.
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Modelo avanzado con 2 capas de 100 neuronas cada una, con funcion de activacion exponential.

En la Figura 5 se puede observar el efecto producido por la funcidon exponential,
inicialmente ofrece una precision elevada pero rapidamente cae hasta valores
proximos a 0, en la pérdida de entrenamiento, se observa que el modelo no

aprende, hasta la época 20 donde se produce una pérdida de entrenamiento muy

elevada.

En un siguiente modelo, se modificara la funcién de activacién por la funcion

ELU.
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Figura 6 Pardmetros del modelo. Se representa la precision y la pérdida de entrenamiento frente al nimero de épocas.

Modelo avanzado 2 capas ocultas con 100 neuronas. funcion de activacion ELU.
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En la figura 6 se observa como el rendimiento del modelo es bueno, nuevamente
se presentan las mismas oscilaciones que se observaban en el modelo con
neuronas activadas por la funcién ReLU, en este caso, consigue eliminar este
efecto a partir de la época 80. En la tasa de aprendizaje se observa que se
produce a gran velocidad, aun asi, los resultados soy muy similares y la
capacidad de computacion requerida para esta funcion de activacion, es mayor

al necesario para la funcion de activacion ReLU.

En un ultimo modelo, se empleara la funcion de activaciéon GelLU.
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Figura 7 Parametros del modelo. Se representa la precision y la pérdida de entrenamiento frente al numero de épocas.

Modelo avanzado 2 capas ocultas de 100 neuronas, funcion de activacion GelLU.

En la figura 7 se observa que esta funcion de activacion en el modelo genera un
efecto similar al que generaba la funcién de activacion ReLU, sin embargo, los
resultados obtenidos son similares a modelos anteriores, al igual que ocurre con
la funcion de activacion ELU, el coste a nivel computacional es elevado y no

supone una mejora sustancial frente a modelos anteriores.

Una vez determinada la estructura optima, la cual serd empleada para el modelo
avanzado desarrollado, se genera ruido de forma deliberada para la obtencion
de un algoritmo con mayor capacidad de prediccion en entorno real los

resultados se muestran en la figura 8.
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Figura 8 Parametros del modelo. Se representa la precision y la pérdida de entrenamiento frente al numero de épocas.
Modelo avanzado 2 capas ocultas de 100 neuronas, funcién de activacion RelLU. Ruido aplicado a los datos de
entrenamiento.

7.3 Modelo final.

Tras el éxito de las fases anteriores del proyecto, la viabilidad de obtener un
algoritmo capaz de cuantificar la abundancia de los alelos presentes en una
muestra e indicar el nUmero de clones de cada uno de los alelos, es alta. En este
sentido, se desarrolla un modelo cuya finalidad es la prediccion de, partiendo de
una matriz de probabilidad, determinar la abundancia relativa de cada alelo
presente en la muestra. La matriz de probabilidad contiene el nimero total de
conteos para cada posicion separado por base nitrogenada y dividido entre en
namero de individuos presentes en la muestra. La intencion es que, partiendo de
esta matriz, el algoritmo de inteligencia artificial desarrollado sea capaz de indicar

la etiqueta correcta.

El diccionario de etiquetas se muestra en la Tabla 2, el nimero de muestras para
cada etiqueta es de 200 salvo la categoria perteneciente a la matriz con un Unico
individuo, esta Ultima categoria contara con 100 muestras. De modo que, la base
de datos empleada para el entrenamiento del modelo es de (3300,4,200). El

meétodo para desarrollar esta base de datos se abord6 en apartados anteriores.

25



Precision de entrenamiento y pruebas Pérdida de entrenamiento y pruebas
05 5.0

—— Pérdida de entrenamiento
Pérdida de pruebas

454

04

4.0+

03

02
2.54

2.04
01

A —— Precision Entrenamiento
Precision Pruehas 154

0 20 40 60 80 100 0 20 40 60 80 100

Figura 9 Parametros del modelo. Se representa la pérdida de entrenamiento frente al numero de épocas. Modelo Final

2 capas ocultas de 100 neuronas, funcion de activacion RelU.

En la Figura 9, se observa el resultado obtenido, la capacidad de prediccion del
algoritmo es de entorno al 10% en su aplicacion para predecir los datos de test,

por lo tanto, el rendimiento del algoritmo desarrollado es bajo.

Para la mejora de la eficiencia del modelo, principalmente se trabajé sobre la
estructura de la red, se adicionaron neuronas y el resultado no mejoro, se tratd
de probar con funciones de activacion como ELU o GelLU, cuyos requerimientos
computacionales son superiores, pero evitan la pérdida de neuronas en el ajuste
de los pesos, a pesar de ello el modelo continua sin mejorar el rendimiento.
Finalmente se recurrié a adicionar capas ocultas de neuronas, lo cual tampoco

desemboc6 en una mejora del rendimiento.

Cdmo ultimo recurso, se desarrolla una estructura de red neuronal convolucional
(CNN) adicionando una capa de tipo convolucién seguida de una de agrupacion,
estructura tipica de este tipo de redes neuronales, finalmente se encadena con

una estructura densa de clasificacion.
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Figura 10 Parametros del modelo. Se representa la pérdida de entrenamiento frente al nimero de épocas. Modelo

Final, se emplean estructuras de redes neuronales convolucionales.

Si bien se observa una mejora en el rendimiento del algoritmo en comparacion
con su predecesor, sigue generando un rendimiento razonablemente bajo

entorno a un 10%.

La profundidad de la capa se ve limitada por las dimensiones de los datos
empleados, por lo tanto, los resultados reflejados en la figura 10 corresponden a
los obtenidos empleando la maxima profundidad posible.

8. Discusion y conclusion.
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Los resultados del proyecto llevado a cabo, si bien se encuentran lejos de la
obtencion de un algoritmo con capacidad de prediccion de la abundancia relativa
de los alelos presentes en un muestra, se han obtenido dos modelos eficientes
de prediccion. El primer modelo tiene la capacidad de determinar el nimero de
mutaciones presentes en una muestra a partir de una matriz de probabilidad, la
precision del modelo obtenido es de (val_accuracy 0.98) empleando una
estructura de la red neuronal definida en la figura 2. Este método es util para
determinar el numero de alelos presentes en la muestra. En un segundo modelo,
se potencia esta caracteristica sefialada, y se obtiene un algoritmo capaz de
determinar el nUmero de alelos y las mutaciones, partiendo nuevamente de una
matriz de probabilidad. Tras realizar diferentes modificaciones de la estructura
de la red neuronal y de la funcion de activacion de las neuronas, se concluye que
la estructura Optima para abordar la clasificacién de las muestras en funcion del
namero de alelos y mutaciones del gen estudiado es la constituida por dos capas
ocultas con 50 neuronas cada una, funcién de activacion ReLU, para generar
transformaciones no lineales. El resultado se recoge en la figura 3, (val_accuracy
0.97).

En el desarrollo del algoritmo para la determinacion de la abundancia relativa de
los alelos y la cuantificacién del niumero de clones de cada alelo, se obtuvieron
resultados que requieren de mejora y optimizacién, se disefidé una estructura de
red neuronal de tipo denso, con dos capas ocultas (Hidden layers) empleando
en todas ellas la funcién de activacién ReLU, se alcanzé un valor de precisién en
las pruebas préximo al 10%, los resultados de este modelo se recogen en la
figura 9, (val_accuracy 0.052), este valor indica que, la red neuronal, no consigue
ajustar los pesos de modo que sea aplicable a otros datos que no sean los de
entrenamiento. Dado que la estructura de red neuronal de tipo densa disefiada
no ofrece el rendimiento deseado, se abordo el mismo problema empleando una
red neuronal convolucional (CNN), este abordaje, no se empled en las fases
iniciales del proyecto debido a que el rendimiento ofrecido por la red neuronal
densa era Optimo y el margen de mejora no era destacable. Empleando la red
neuronal convolucional, el resultado obtenido por el clasificador, ha sido de una
precision entorno al 10%. Dada la complejidad de los calculos internos en la red

neuronal para la determinacién de los pesos y sesgos, es imposible conocer cual
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es la limitacion que impide el funcionamiento éptimo de la red puesto que, desde
un punto de vista teorico, establecer la relacion matematica entre la abundancia
relativa y el niumero de clones por alelo, deberia de ser asumible por una red
neuronal con las caracteristicas disefiadas para el desarrollo de este algoritmo y
asi se reflejaba en fases iniciales del proyecto.

Una de las posibles explicaciones es la similitud entre muestras en las que existe
codominancia entre alelos, de modo que la proporcion en la que se encuentran
los alelos de la muestra no presenta diferencias, es el caso de los datos que por
similitud se emparejan de la siguiente forma (etiqueta 2 — etiqueta 13; etiqueta 3
— etiqueta 16). Esto puede generar errores que desemboquen en un ajuste

erroneo de los pesos, provocando la falta de precisiéon del algoritmo.

Existe evidencias de que la estimacion y diferenciacion se complica cuando se
tienen cepas estrechamente relacionadas, por lo tanto, el error en las
estimaciones de abundancia relativa es mayor en individuos estrechamente
relacionados que en especies cuya relacion sea menor (Angly et al., 2009). En
el caso de los datos generados, el numero de mutaciones inducidas para los
diferentes alelos es poco significativo, un nimero aleatorio de mutaciones entre
1-20, en un gen de longitud 200pb, se traduce en una diferencia genética en el
mayor de los casos del 10%. Esto puede repercutir en la precisién obtenida por
el modelo para la determinacion de la abundancia relativa. Otros proyectos como
GASIC, ofrece resultados reduciendo hasta un 60% la tasa de error con respecto
a los mejores enfoques existentes (Lindner & Renard, 2013) incluso en

organismos relacionados con mas del 95% de similitud de secuencia.

Otro abordaje interesante es el empleo de regiones menores, incluso de SNP,
como el algoritmo desarrollado por Luo et al., 2015 denominado ConStrains, el
cual emplea patrones en SNP como base para la diferenciacién y cuantificacion

de cepas especificas.

En futuros pasos, se identificaran las posibles actuaciones que lleven a
DeepCloneFinder a un rendimiento 6ptimo, estas actuaciones pasan por un
aumento considerable del nimero de comunidades sintéticas empleadas para el
entrenamiento del algoritmo de clasificacion. A su vez, se reestructurara la base

de datos para la extraccion de las caracteristicas de interés para el
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entrenamiento del algoritmo, aportando datos con una diferenciacién notable en
relacion a lo anteriormente citado, se aumentara la variabilidad genética,
induciendo un mayor nimero de mutaciones y se agruparan los datos por rangos
de abundancia relativa para omitir la redundancia de datos cuyas proporciones
sean idénticas y pertenezcan a categorias distintas, puesto que desemboca una

caida de la precision del algoritmo desarrollado.

Otro abordaje posible, puede ser el desarrollo de diferentes algoritmos de
clasificacion, de modo que, de forma similar a lo realizado en las fases iniciales
del proyecto, se empleen diferentes algoritmos para obtener caracteristicas
especificas de una comunidad sintética, de modo que finalmente se obtenga un
software conformado por una serie de algoritmos que ofrezcan una descripcion

detallada de la comunidad estudiada.

El software desarrollado y denominado DeepCloneFinder, requiere de un mayor
desarrollo y asi se refleja en los resultados obtenidos en la fase final del presente
proyecto, el algoritmo no ofrece el rendimiento deseado y la problematica
abordad, concretamente la estimacion de la abundancia relativa es compleja
(Linder & Renard, 2013; Luo et al.,2015; Angly et al., 2009; Lu et al., 2017). El
abordaje de este proyecto ha sido planteado para el asentamiento de unas bases
sobre las que se trabajara en el futuro para la obtencion de un software cuya

precision sea notable y se proceda con su evaluacion en entorno relevante.
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