Universidad
Europea VALENCIA

GRADO EN CIENCIA DE DATOS

Desarrollo de un sistema de aprendizaje
automatico para la deteccion de eventos
astrondmicos transitorios: Aplicacion a datos de
MANTRA

Presentado por:
PABLO BAS GENIS
Dirigido por:

JOSE MARIA FERNANDEZ NAVARRO

CURSO ACADEMICO 2024-2025



Agradecimientos

En primer lugar me gustaria dedicar unas palabras a todas las personas que han estado ahi
conmigo en esta etapa universitaria tan importante y fundamental en mi vida, ya que al
principio empez6 como una etapa mas en la vida de cualquier persona que entra en la
Universidad para estudiar lo que tanto le gusta y le apasiona, pero por circunstancias de
la vida, en el tercer afio de carrera, me vi obligado a abandonar la carrera durante un afio
debido a una enfermedad que por desgracia, a dia de hoy sigue acabando con la vida de

tantas personas en el mundo, el cancer.

Por suerte, en mi caso, después de una operacion de mas de 14 horas y mas de 3 meses
en el hospital, consegui superar esa enfermedad tan cruel, y no solo es que consegui salir,
si no que aquello me sirvio para despegar en mi vida, y gracias a esa enfermedad, consegui
darme cuenta de lo poco que valoramos las cosas, hasta cosas tan simples como son el
comer y el habla, ya que son las cosas que perdi durante casi un ano y que, por suerte, he
vuelto a recuperar también. Hay veces en la vida que hace falta que nos pasen cosas asi o
que venga alguien a decirnoslo para darnos cuenta de lo poco que valoramos la mayoria
de las cosas, pero gracias a esta enfermedad, he aprendido a valorar la vida, a valorar a
las personas que estan a tu lado no solo en los momentos buenos, si no las que estan en
los momentos malos. He aprendido a valorar cada segundo, cada momento, cada
anécdota, cada experiencia, cada aprendizaje, porque, al fin y al cabo la vida se basa en

eso, aprender, disfrutar y sobre todo y lo mas importante vivir.

En esta etapa universitaria he podido aprender muchisimas cosas que van a ser vitales
para desarrollar mi vida laboral como siempre he sofiado, y todo es gracias a la
Universidad Europea, a los maravillosos profesores que me han aportado todo el
conocimiento posible y también a mis compaiieros, quienes me han ayudado y apoyado

en todo momento, tanto en el ambito universitario como en el ambito de la vida.

De nuevo, lo tinico que puedo es agradecer a todas y cada una de las personas que han
estado ahi conmigo en esta etapa tan buena, pero a la vez tan dura de mi vida, primero a
mi familia por haber estado ahi conmigo en todo momento, desde el principio al final. Por

otra parte, me gustaria dar las gracias a mis amigos y a los compaiieros de la Universidad,

Escuela STEAM



quienes también me demostraron que los amigos y compafieros de verdad son aquellos
que estan, no solo en las buenas, si no en todas las circunstancias. Y, por ultimo, queria
agradecer especialmente a la Universidad, todo el apoyo que me han dado, a todas y cada
una de las personas que la conforman por ser tan comprensivos y pacientes desde el
principio y en vez de ponerme pegas o problemas a raiz de todo lo que pasé, lo tinico que
han hecho es ponerme facilidades y estar pendientes de mi en todo momento.

Estaré eternamente agradecido con todos. Gracias.

Escuela STEAM



Escuela STEAM



Indice

Contenido
1.0 INErOAUCCION ...ttt ettt ettt et e bt e eab e aeeeaneas 7
L1 MOLIVACTION .ttt ettt et e sb e et e bt e et e e sbeeenbeesatesaneas 8
1.2 ODBJELIVOS ..evvieiieeieeeiieette et et e ettt e st e e bt e siaeebeesaaeesseeseaeenseessaeanseesssesnsaenssaenseennns 12
L3 ESEIUCTUTA ...ttt ettt ettt e e s e e 14
1.3.1 Capitulo 1. INtrodUCCION ........cocuviieiiieeiieecee e e 14
1.3.2 Capitulo 2. Estado del arte..........cccoeeiieiiiiiiieiieeiiciece e 14
1.3.3 Capitulo 3. ProPUESta......ccccuiieeiiieciieecee ettt e s 14
1.3.4 Capitulo 4. Proceso de implementacion ............ccccceeevveeerveeenieeeieieeeieeeeree e 15
1.3.5 Capitulo 5. Produccion, resultados y aplicaciones reales ...........cccceevveeveennennne. 15
1.3.6 Capitulo 6. Conclusiones y lineas futuras........c..ccoceeveeeeererienieneenenecneeienens 16
1.3.7 Capitulo 7. Bibliografia .........ccccoeiiiiiiiiiiiee e 16
2.0 EStado del Qrte......cc.eeviviieiieiieiiieie ettt 16
2.1 Anédlisis del estado del arte ..........c.oooueeiiiiiiiiiieeee e 16
2.1.1 Eventos astrondmicos transitorios: definicion e importancia cientifica............. 17
2.1.2 El reto del Big Data en astronomia transitoria............cccveereeeeueenveenreenneenieennenns 19
2.1.3 Aprendizaje automatico en la Ciencia de Datos ..........cccceeeveerieniiiinicneenicnnns 20
2.1.4 Bases de datos para eventos astron0micos transitorios ............ceceeveeeeeruersuennnens 22

2.1.5 Aplicacion del aprendizaje automatico a la deteccion de objetos transitorios ...24

2.1.6 Limitaciones y desafios actuales...........cecueveevieriiniiiiiniiiniiiciieceiceeceeesne 24
3.0 PrOPUESEA....c..eiiiiiiiiieieee ettt e e e 27
3.1 Planteamiento de 1a SOIUCION ........couiiiiiiiiiiiiiiiiieece e 27
3.2 Base de datos real: MANTRA ..o 29
3.3 Procesamiento de 10S datos ...........oeouieriieiiieniiiiiee et 33
3.4 Modelos de aprendizaje automatico USAOS.......ccueeerveeeriieeriieeiieeeeee e 35
3.5 Eleccion del mejor modelo .......ocueveeiiiiiiiiiiiieeiee e 38
4.0 Proceso de Implementacion ...........cecueeruieriieniienie ettt ettt iee e eeee s 40
T B\, 10T 0] U0 TP USSR 40
4.2 SPrINt PLANNING ..ooooiviiiiiiecciie ettt e e sete e e e e e e teeesssaeessseeennneeenns 42
5.0 Produccion, resultados y aplicaciones reales...........cocceereeeiienieeiienieeeeeieeeeene 46
5.1 Codigo y base de datos elegida.........cceeevviieiiiieiiieeiieeee e 46
5.2 Eleccion del modelo 0 modelos 1dOneos.........coveerueeiiienieniieeniiiiieceeeeeeee 47
5.3 Resultados ObBtENIAOS ........ccoueeiiriiiriiiiiiiieiteiectese e 52
5.4 Aplicacion a otros telescopios y fuentes de datos..........cceeevveeecieeniieencieeeciieene, 55
5.4.1 Aplicacion a ZTF (Zwicky Transient Facility)......c.ccocceeeviieeiieeecieeeieecieeeee 55

Escuela STEAM



5.4.2 Aplicacion a LSST (Legacy Survey of Space and Time).........ccceeeveevvenveenneenne. 57

6.0 Implicaciones sociales, economicas y sostenibles del TFG ..........cccoevveeiiennennne. 58
6.1 IMPACtO SOCIOCCONOMICO ...eeuvrreeirieeriiieeiieeesteeesteeestaeeessreeeareessseeeesseessesessseeensnes 58
6.2 Contribucion del TFG a los Objetivos de Desarrollo Sostenible (ODS)............... 61
7.0 Conclusiones y lineas futuras del proyecto..........coceeeveerieeiiieniieriienieeieeeie e 63
7.1 CONCIUSIONES ....eeeuvvieeiieeeiieeeiteeeteeestee e aeeesateeessreeesaeeesseeassseesssseessssaesssesensseeennses 63
7.2 Usabilidad real con Big Data ..........ccoovieiiiiiiiiiieieceeeeeieee e 64
7.3 Lineas futuras del TFG ......c..cooiiiiiiiiiiieeeeeeeeee e 65
7.3.1 Deteccion de eventos transitorios en tiempo real ..........cccccveeecveeeciveeecieeencneeennne, 65
8.0 Glosario de términos, ilustraciones y tablas ..........cccccoevveriiieriienieenienieeeeeee e 67
e € 3 (01 g (o SO SRTRRP 67
8.2 Tlustraciones ¥ tablas........c.coeuieiiiiiiiiiiece s 70
BIbIIOGIAia .....eeeeiieiiiece e e eae e ane e 71

Escuela STEAM "



1.0 Introduccion

El estudio del cosmos se ha visto revolucionado por la recopilacion masiva de datos
astronoémicos a través de telescopios espaciales como el Catalina Real-Time Transient
Survey (CRTS). Estos telescopios generan una cantidad inmensa de datos en tiempo real,
permitiendo la observacidn y caracterizacion de eventos astronémicos transitorios como
supernovas, estrellas variables y asteroides en movimiento. Sin embargo, la magnitud de

estos datos plantea el reto de desarrollar métodos eficientes para su analisis automatizado.

El aprendizaje automdtico ha demostrado ser una herramienta poderosa en la
identificacion de patrones en grandes volumenes de datos. Su aplicacion en astronomia
ha permitido mejorar la deteccion y clasificacion de eventos transitorios de manera mas
rapida y precisa que los métodos tradicionales. Este trabajo de fin de grado tiene como
objetivo el desarrollo de un sistema de aprendizaje automatico para la deteccion
automatica de eventos astrondmicos transitorios. Para ello, lo mas importante es disponer
de una base de datos que vaya acorde de la magnitud de este proyecto. En este caso, los
datos que nos proporciona MANTRA (Machine-learning Analysis of Transients with
Reference lightcurves for Astronomy). Se trata una base de datos generada a partir del
telescopio CRTS por la Universidad de los Andes de Colombia con el fin de mejorar la
eficiencia y precision en la clasificacion de eventos astronomicos transitorios. Dicha base
de datos es idonea para la realizacion de este trabajo ya que esta creada uUnica y
exclusivamente para la creacion de modelos de aprendizaje automaético, los cuales puedan

contribuir para la optimizacion y deteccion de estos objetos transitorios.

La relevancia de esta investigacion radica en la optimizacion de la deteccion de eventos
astronoémicos de interés, lo que puede contribuir a un mejor entendimiento de la evolucion
estelar, la estructura del universo y la caracterizacion de cuerpos celestes en movimiento,
puesto que, a dia de hoy disponemos de una cantidad ingente de datos proveniente de
muchos telescopios, los cuales no paran de enviar informacion y todavia no disponemos
de modelos ni herramientas suficientes para procesar toda esa cantidad de datos y toda
esa informacion. Este proyecto es muy relevante porque puede contribuir de una manera

muy significativa en la optimizacion y deteccion de dichos objetos.
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Ademas, este trabajo se alinea con los esfuerzos de la ESA (European Space Agency) y
la NASA (National Aeronautics and Space Administration) para potenciar la exploracion
y analisis del cosmos mediante herramientas de inteligencia artificial, ya que cada vez
son mas los telescopios disponibles y por ende son mayores las cantidades de datos de las
cuales disponemos, y se necesitan modelos de inteligencia artificial que vayan acorde a

la magnitud de este gran problema.

1.1 Motivacion

Desde que naci, la astronomia es un tema que me ha apasionado mucho, y me di cuenta
cuando lo Unico que hago al llegar la noche es asomarme al balcon a ver las estrellas y La
Luna. Por ello, desde que supe que iba a hacer una carrera universitaria, tenia muy claro
que mi TFG tenia que ir relacionado con ello. La carrera de Ciencia de Datos es idonea
para la realizacion de un trabajo de fin de grado con la suficiente magnitud e importancia
acordes a la magnitud del Universo.

En la altima década, la astronomia del tiempo se ha consolidado como un area clave para
el descubrimiento de fendmenos transitorios en el universo. Los objetos astrondmicos son
eventos celestes de corta duracion relativa, cuya luminosidad cambia de forma notable en
escalas de tiempo humanas. Alguno de los ejemplos de objetos transitorios mas comunes
incluye: explosiones estelares catastroficas como supernovas, destellos en estrellas
fulgurantes (flares), estallidos de rayos gamma Opticos o incrementos de brillo en ntcleos

activos de galaxias (AGN) y blazares, entre otros.

[lustracion 1. Supernova
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Ilustracion 2. Destellos en estrellas fulgurantes (flares)

[lustracion 3. Estallido de rayos Gamma

[lustracion 4. Incremento del brillo de nucleo activo de Galaxia (AGN)
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Cada una de estas clases de objetos transitorios tiene un interés cientifico particular. Por
ejemplo, las supernovas permiten estudiar la muerte de estrellas masivas y medir la
expansion acelerada del universo y por otra parte los AGN (Ntcleo activo de galaxia en
inglés) y los blazares los cuales son un tipo de nucleos activos de galaxias muy comunes,
revelan la fisica de agujeros negros supermasivos activos. Por tanto, detectar y
caracterizar dichos objetos transitorios es fundamental para aprovechar su valor cientifico

en areas que van desde la cosmologia hasta la fisica estelar.

Tradicionalmente, la identificacién y clasificacion de eventos transitorios requeria
observaciones espectroscopicas de seguimiento o el analisis manual de sus curvas de luz
por astronomos expertos. Sin embargo, ante la explosion en la cantidad de datos de los
sondeos modernos, estos métodos manuales se han vuelto inviables. Como motivacion
concreta, consideremos que el sondeo CRTS produjo miles de curvas de luz de
transitorias en unos pocos afios. Hoy en dia, proyectos de nueva generacion como ZTF
generan del orden de 100 mil alertas transitorias cada noche, y la futura LSST alrededor
de 10 millones de alertas por noche, con decenas de miles de eventos potenciales por cada

imagen tomada.

Ningun equipo humano puede revisar tal volumen de alertas en tiempo real, de modo que
la automatizacién mediante técnicas de aprendizaje automatico se vuelve imprescindible.
Esta necesidad de procesar eficientemente el Big Data astrondmico impulsa el desarrollo
de algoritmos capaces de aprender a reconocer patrones sutiles en los datos de objetos

transitorios, para distinguir eventos reales y clasificar la naturaleza de cada deteccion.

Afortunadamente, el avance de las técnicas de machine learning (aprendizaje automatico)
y el incremento en el poder computacional han abierto la puerta a abordar este problema
con éxito. En particular, los algoritmos de aprendizaje automatico pueden ser entrenados
para reconocer las firmas caracteristicas en curvas de luz que diferencian unos tipos
transitorios de otros. Por ejemplo, una supernova tipica exhibe un aumento rapido de
brillo seguido de una decadencia suave en el transcurso de semanas; un AGN o un blazar
presenta variaciones aleatorias mas moderadas; una estrella fulgurante tiene picos breves

de brillo muy pronunciados ya que principalmente son los rayos de luz de dichas estrellas.
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Identificar correctamente estas diferencias en datos ruidosos es complejo, pero diversos
estudios previos han demostrado que modelos de machine learning pueden lograrlo con
alta eficacia. Desde inicios de la década de 2010 se han aplicado técnicas de inteligencia
artificial en astronomia transitoria: por ejemplo, Djorgovski et al. (2012) implementaron
prototipos de clasificacién automatica en el conjunto de telescopios CRTS empleando

redes neuronales y SVM para distinguir eventos astrondémicos reales de falsos positivos.

Mas recientemente, investigadores de alertas como ALeRCE han logrado clasificar en
tiempo real decenas de miles de objetos transitorios del telescopio ZTF mediante
algoritmos como Random Forest y XGBoost entrenados con grandes bases de datos
historicas, alcanzando precisiones muy significativas. Estos avances sugieren que es
factible construir sistemas automatizados que identifiquen y clasifiquen objetos
transitorios con rapidez y fiabilidad, abordando asi el reto cientifico y de datos que

plantean los nuevos sondeos.

En este contexto y como bien se ha explicado, el presente proyecto busca desarrollar un
sistema de clasificacion automatica de objetos transitorios empleando datos reales de un
sondeo de datos preexistente, y sentar las bases para su uso en escenarios de Big Data
astronomico. Se pretende mostrar que, con un conjunto de datos histéricamente
etiquetado, es posible entrenar modelos de machine learning capaces de diferenciar
distintos tipos de objetos transitorios en base a sus curvas de luz, y que dichos modelos
pueden luego adaptarse a los flujos masivos de alertas de encuestas modernas. Asi, se
combinard el interés cientifico de estos fendmenos con la necesidad tecnologica de
procesar datos en volumen, contribuyendo al desarrollo de herramientas para la

astronomia en la era de los grandes datos.
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1.2 Objetivos

El objetivo principal de este trabajo es desarrollar un sistema automatico de clasificacion
de objetos transitorios basado en el aprendizaje automatico, capaz de distinguir las
principales clases de eventos transitorios a partir de sus datos fotométricos. Este objetivo
central se desglosa en los siguientes objetivos especificos para guiar el desarrollo del
proyecto:

- Construir un conjunto de datos de entrenamiento representativo a partir de una base de
datos real de objetos transitorios (MANTRA/CRTYS), realizando las tareas de limpieza y
preprocesamiento necesarias. Esto incluye filtrar objetos con muy pocas observaciones,
unificar formatos de identificadores y etiquetas, y consolidar las clasificaciones originales
en un conjunto manejable de clases principales.

- Extraer caracteristicas informativas de las curvas de luz de dichos objetos transitorios,
basadas en métricas estadisticas y de variabilidad. Se buscara definir un conjunto de
caracteristicas (features) que capten los aspectos clave de la forma de la curva (por
ejemplo, su amplitud de variacion, dispersion, forma de la distribuciéon de magnitudes,
duracion del evento, nimero de observaciones, etc.) que ayuden a diferenciar
automaticamente las clases astrofisicas.

- Entrenar y evaluar multiples modelos de clasificacion supervisada sobre los datos
preparados. En particular, se entrenaran varios algoritmos representativos (&rboles
aleatorios (Random Forest), SVM, redes neuronales, métodos de boosting) bajo
condiciones homogéneas, y se comparara cuantitativamente su desempefio. Esto conlleva
ajustar adecuadamente los parametros, aplicar técnicas para mitigar el desbalance de
clases presente en el conjunto de objetos transitorios como puede ser el exceso de
muestreo de las clases minoritarias afiadiendo ruido a curvas de luz reales y/o asignacion
de pesos en la funcion de coste de entrenamiento y validar los modelos en datos no vistos.
- Evaluar rigurosamente y comparar los modelos entrenados, utilizando un conjunto de
métricas apropiadas (exactitud global, precision, recall y puntaje F1, tanto a nivel macro
promedio como por clase). Dada la naturaleza desbalanceada del problema, se pondra
especial énfasis en métricas como el F1 (promedio entre clases) para tener una vision
equilibrada del rendimiento. Asimismo, se generaran matrices de confusion para analizar
los patrones de error (qué clases se confunden entre si) y curvas ROC para inspeccionar

la separabilidad de cada clase. Este andlisis proporcionard perspectivas cientificas
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fundamentales como, por ejemplo, qué tipos de eventos son mas dificiles de distinguir y
por qué, ademas de medir la efectividad técnica de cada modelo.

- Seleccionar el modelo més idoneo o una combinacion de modelos para su despliegue
final, considerando tanto las métricas de rendimiento como aspectos practicos (velocidad
de inferencia, interpretabilidad, facilidad de implementacion en un entorno de produccion
de datos masivos). El modelo seleccionado debera cumplir con el objetivo del proyecto
de detectar objetos transitorios de manera automatica y eficiente.

- Demostrar la aplicabilidad y escalabilidad del sistema en entornos reales de Big Data
astronomico, extrapolando los resultados obtenidos con CRTS a encuestas actuales o
futuras. Esto implica analizar como nuestro modelo podria integrarse en el flujo de alertas
de proyectos como los telescopios de ZTF, Gaia o LSST y ver que qué adaptaciones serian
necesarias (por ejemplo, incorporar multiples filtros, nuevas clases, etc.) y evaluar si el
método es computacionalmente escalable para procesar cientos de miles de alertas por
noche en tiempo real.

- Proponer lineas futuras de trabajo para mejorar la deteccion en tiempo real de objetos
transitorios. Esto incluira considerar el uso de informacion contextual adicional (por
ejemplo, datos de color, posicion galactica, comparaciéon con catalogos) que en este
trabajo no se incorpora. Explorar métodos de aprendizaje mas avanzados (como redes
neuronales recurrentes o aprendizaje profundo que pueda aprovechar secuencias
temporales completas), y en general delinear como mejorar este sistema para afrontar los

desafios que traeran los proximos grandes proyectos observacionales.

En conjunto, estos objetivos cubren todo el ciclo de vida del proyecto: desde la
preparacion de datos hasta la evaluacion y aplicacion del modelo resultante, asegurando
que se aborde tanto la parte cientifica (astronémica) como la técnica (computacional) del

problema.
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1.3 Estructura

El presente documento estd organizado en varios capitulos, todos ellos fundamentales

para el desarrollo idéneo del proyecto:

1.3.1 Capitulo 1. Introduccion

Como se ha podido observar previamente en el documento, en este apartado se describen
la motivacion y los objetivos del proyecto, proporcionando el contexto astrondmico y
tecnologico del problema de la deteccion de objetos transitorios. Ademas, se adelanta la
metodologia general empleada y se incluye un diagrama de flujo del sistema propuesto

para clarificar las etapas principales del proyecto.

1.3.2 Capitulo 2. Estado del arte

Se resumen los conocimientos y trabajos previos relevantes. Se define el concepto de
objeto transitorio astrondémico y su importancia cientifica. Por otra parte, se discute el reto
que supone el Big Data en este campo. Ademads, se revisan los fundamentos del
aprendizaje automatico aplicados a la ciencia de datos. También se describen las
principales bases de datos existentes de eventos transitorios y se comentan aplicaciones
previas del aprendizaje automatico a la deteccion/clasificacion de objetos transitorios, y
finalmente se mencionan las limitaciones y desafios actuales identificados en este

contexto.

1.3.3 Capitulo 3. Propuesta

Se detalla la solucién planteada en este TFG. Esto incluye el planteamiento general del
enfoque, la descripcion de la base de datos real utilizada (MANTRA, derivada de CRTS)

y un estudio exploratorio de sus datos. Ademads, se anadird una explicacion del
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procesamiento efectuado para obtener las caracteristicas (features) de las curvas de luz,
los modelos de aprendizaje automatico que se emplearan (incluyendo su légica de
funcionamiento y configuraciones iniciales) y la justificacion de su eleccion. También se

discute como se decidira el mejor modelo tras las comparativas.

1.3.4 Capitulo 4. Proceso de implementacion

Se explica la metodologia de trabajo seguida para llevar a cabo el proyecto. En particular,
se describe el enfoque de desarrollo haciendo uso de la metodologia 4gil con sprints y se
presenta la planificacion temporal con dichos sprints, detallando las tareas realizadas en
cada fase. Se mencionan las herramientas y entornos utilizados (lenguajes de
programacion, librerias, control de versiones) y coémo se implementaron técnicamente los

componentes del sistema (lectura de datos, moédulos de entrenamiento, etc.).

1.3.5 Capitulo 5. Produccion, resultados y aplicaciones reales

Se presentan los resultados obtenidos por los modelos entrenados y se discute su posible
despliegue practico. Primero, se describe brevemente la estructura del cddigo
desarrollado y la base de datos utilizada. Luego, se analiza la eleccion del modelo o
modelos mas idoneos seglin las métricas y consideraciones practicas. A continuacion, se
muestran los resultados cuantitativos alcanzados (métricas globales y por clase, matrices
de confusion, curvas ROC, etc.) junto con su interpretacion astrofisica. Asimismo, se
explora la posible aplicacion del sistema a otros telescopios y fuentes de datos (por
ejemplo, como se podria adaptar el modelo entrenado a flujos de alertas de ZTF, LSST u
otros) y la escalabilidad de la solucion a volimenes de datos masivos. Es decir, se conecta
el trabajo realizado con escenarios reales de Big Data y se evalta qué tan preparado esta
el sistema para usarse en produccion, considerando tiempos de computo, paralelizacion y

adaptaciones necesarias.
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1.3.6 Capitulo 6. Conclusiones y lineas futuras

Se sintetizan las conclusiones principales del proyecto. Se discute el grado de
cumplimiento de los objetivos planteados y se reflexiona sobre la usabilidad real de este
sistema en entornos de datos extremadamente grandes (por ejemplo, en LSST).
Igualmente, se esbozan posibles mejoras y lineas de trabajo futuro, incluyendo la
incorporacion de informacion contextual, la deteccion de objetos transitorios en tiempo
real y la extension a nuevas clases de eventos, con el fin de guiar desarrollos posteriores

basados en este trabajo.

1.3.7 Capitulo 7. Bibliografia

Al final del documento se incluye la bibliografia en formato APA 7, la cual recoge todas
las referencias utilizadas a lo largo de todo el proyecto, sobre todo acerca de informacion

relevante usada y referencias hacia otros proyectos que estan alineados con este.

2.0 Estado del arte
2.1 Analisis del estado del arte

En este capitulo se revisa el contexto cientifico y tecnoldgico en el que se enmarca el
trabajo de fin de grado. Primero, se define qué son los eventos astrondmicos transitorios
y por qué son importantes para la astrofisica (Seccion 2.1.1). Luego se describe el gran
desafio que supone el manejo de datos masivos en este dominio (Seccion 2.1.2).
Enseguida, se introducen los conceptos generales de aprendizaje automatico relevantes
para dicho problema (Seccion 2.1.3) y se resumen las principales bases de datos
disponibles de objetos transitorios (Seccion 2.1.4). Posteriormente, se comentan algunos
proyectos y trabajos previos que han aplicado machine learning a la deteccion y

clasificacion de objetos transitorios (Seccion 2.1.5).
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Y finalmente, se enumeran las limitaciones y desafios actuales identificados en la

literatura especializada (Seccion 2.1.6), lo cual motivara las decisiones del proyecto.

2.1.1 Eventos astronomicos transitorios: definicion e importancia
cientifica

Los eventos transitorios astronémicos se definen como fuentes astrofisicas cuya
luminosidad varia de forma significativa en escalas de tiempo relativamente cortas (dias,
semanas o meses), apareciendo y desapareciendo o cambiando su brillo de manera notable
dentro de la vida humana. Esta definicion abarca una amplia gama de fenomenos de
distinta naturaleza fisica, pero con la caracteristica comuin de ser detectables como
cambios luminosos en el cielo. A continuacion, se resumen las principales clases de
eventos transitorios y su relevancia cientifica:

Supernovas (SN): Explosiones terminales de estrellas masivas que incrementan su brillo
por un factor de mil millones en pocos dias, volviéndose temporalmente tan luminosas
como una galaxia entera. Las supernovas son cruciales para la cosmologia ya que, por
ejemplo, un tipo de Supernovas denominadas SN Ia se utilizan como indicadores de
distancia estandar y llevaron al descubrimiento de la expansion acelerada del Universo.
Variables cataclismicas (CV) y novas: Sistemas binarios compactos (una estrella enana
blanca acumulando materia de una estrella compafiera) que sufren estallidos recurrentes
al alcanzar la masa critica el material acumulado, provocando una nova. Estas erupciones
aumentan dramaticamente el brillo del sistema por dias o semanas. Su estudio ayuda a
entender el crecimiento gradual de materia en estrellas compactas y procesos de fusion
nuclear descontrolada en la superficie de enanas blancas.

Estallidos de rayos gamma opticos: Asociados tipicamente a supernovas de colapso de
nicleo o a fusiones de objetos compactos (ej. estrellas de neutrones), son eventos
transitorios extremadamente energéticos. Son fundamentales para estudiar el universo
puesto que sirven para indicarnos y estimar como de lejos esta dicho objeto de la Tierra
y nos ayuda a entender a la velocidad a la que el Universo se expande.

Nicleos activos de galaxias (AGN) en modo transitorio: Aunque muchos AGN

cuasares (objetos astrondmicos muy luminosos y energéticos, ubicados en el centro de
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galaxias distantes), son variables de forma continua, algunos presentan flashes o cambios
bruscos de brillo, por ejemplo en eventos de disrupcion por marea (cuando un agujero
negro supermasivo destruye una estrella que pasa cerca) o en cambios de estado de
acrecion (proceso de crecimiento gradual de un objeto mediante la acumulacion de
materia atraida por la gravedad).

Blazares: Los blazares son un tipo de galaxias activas que se caracterizan por tener un
agujero negro supermasivo en su centro, el cual emite un chorro de particulas de alta
energia que apunta directamente hacia la Tierra. A menudo se consideran transitorios
"continuos" porque su brillo fluctiia erraticamente a diferentes escalas temporales. Los
blazares son laboratorios naturales de fisica de particulas de alta energia y campos
magnéticos.

Estrellas variables eruptivas (estrellas fulgurantes): Estrellas, tipicamente enanas
rojas y jovenes, que sufren erupciones repentinas en su superficie (similares a grandes
llamaradas solares) aumentando su brillo en bandas oOpticas que pueden durar desde
minutos hasta horas. Estas fulguraciones o flares estelares tienen implicaciones en la

actividad magnética estelar y pueden afectar la habitabilidad de exoplanetas cercanos.

En resumen, los eventos transitorios astrondomicos abarcan fendomenos clave para
multiples areas de la astrofisica. Su descubrimiento y seguimiento permiten ampliar
nuestro conocimiento del universo dinamico. Desde la cosmologia como por ejemplo, la
medicion de distancias cosmoldgicas con supernovas, hasta la fisica estelar como puede
ser la evolucion de binarias (dos objetos astrondmicos, generalmente estrellas, que estan
gravitacionalmente unidos y orbitan entre si alrededor de un centro de masa comun)
compactas a través de novas recurrentes. Pasando por la astronomia de altas energias, los
cuales podrian ser destellos gamma, blazares, etc. Ademas, el estudio de objetos
transitorios ha rendido numerosos avances cientificos. Por ello, contar con sistemas
eficientes para detectar y caracterizar estos eventos en tiempo y forma se ha vuelto

prioritario en la era de los sondeos automaticos del cielo.
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2.1.2 El reto del Big Data en astronomia transitoria

La llegada de sondeos sinopticos del cielo (telescopios robotizados que escanean grandes
areas del firmamento noche tras noche en busca de cambios) ha creado un nuevo
paradigma de Big Data en la astronomia transitoria. En casos como el de CRTS (2007—
2013), ya se generaron millones de observaciones que derivaron en miles de curvas de
luz de objetos transitorios. Sin embargo, las cargas de datos actuales y futuras llevan esto
a otro nivel. El Zwicky Transient Facility (ZTF), es un telescopio ubicado en el
Observatorio del Palomar, operativo desde 2018, el cual cubre unos 3760 grados
cuadrados del cielo cada hora y produce aproximadamente 100,000 alertas de posibles
objetos transitorios cada noche. Cada "alerta" consiste en la deteccion de un cambio en
una imagen de diferencia (imagen nueva menos imagen de referencia), indicando la
aparicion de una fuente nueva o una variacion notable. Por otra parte, esta el ejemplo de
la Legacy Survey of Space and Time (LSST), un proyecto muy ambicioso que empezd
en 2024 que se trata de un telescopio ubicado en el Observatorio Vera C. Rubin el cual
prevé observar cada noche aproximadamente 10,000 grados cuadrados, generando mas
de 10 millones de alertas por noche. Esto equivale a terabytes de datos diarios solo en

alertas, y petabytes de datos en imagenes crudas al afio.

El reto del Big Data en este contexto es miltiple. Primero, estd el problema de
almacenamiento y manejo de datos puesto que se requieren bases de datos especializadas
y eficientes para almacenar millones de curvas de luz y realizar consultas rapidas (por
ejemplo, al llegar una nueva deteccion de LSST, recuperar en segundos el historial de esa
fuente para contextualizarla). Segundo, la velocidad de procesamiento debe ser muy alta:
proyectos como LSST impondran que desde la toma de una imagen hasta la emision de
la alerta con clasificacion transcurran menos de 60 segundos. Esto implica que cualquier
analisis automatizado como por ejemplo extraer caracteristicas y evaluar un modelo de
aprendizaje automatico, debe suceder en pocos segundos por evento, y en paralelo para
miles o millones de eventos. Tercero, esta el desafio de filtrar eficientemente los falsos

positivos ya que muchas “detecciones” de objetos transitorios resultan ser artefactos
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producidos por problemas en la instrumentacion o el procesamiento de imagenes. De
hecho, sistemas de telescopios como CRTS y ZTF han mostrado que més del 90% de las
alertas iniciales pueden ser falsas alarmas, que hay que descartar mediante clasificadores.
En definitiva, ningin equipo humano puede examinar manualmente decenas de miles de
eventos por dia, por lo que el Big Data obliga a automatizar tanto la detecciéon como la
clasificacion de eventos transitorios. La arquitectura tipica que se ha adoptado es la de
“brokers” de alertas, los cuales son sistemas informaticos que reciben en tiempo real las
alertas de eventos transitorios de los telescopios, las procesan, las clasifican y distribuyen
a la comunidad cientifica la informacién mas util. Un “broker” de alertas exitoso debe
combinar técnicas de gestion de datos masivos, computacion de alto rendimiento y
algoritmos de inteligencia artificial para tomar decisiones rdpidas sobre cada evento

entrante.

2.1.3 Aprendizaje automatico en la Ciencia de Datos

El aprendizaje automatico, también denominado en inglés como machine learning o ML,
es una rama de la inteligencia artificial que se enfoca en desarrollar algoritmos capaces
de aprender patrones a partir de datos. Dentro del machine learning, el enfoque
predominante para problemas como el nuestro es el aprendizaje supervisado, en el cual
se entrena un modelo con ejemplos de entrada (datos) y salidas deseadas (etiquetas o
clasificaciones) para que pueda predecir las etiquetas de nuevos datos no vistos. En este
caso, disponemos de curvas de luz (datos de entrada) con sus clases verdaderas conocidas
(salidas) para entrenar un clasificador. Dentro del aprendizaje automatico supervisado,
hay tareas de clasificacion (etiquetas categoricas, como en este caso) y de regresion
(salidas numéricas continuas). Este proyecto se centrard en clasificacion multiclase,
donde el modelo debe asignar a cada objeto una de las clases transitorias definidas.

El proceso tipico de aplicar machine learning en ciencia de datos sigue varias etapas.
Primero, se realiza la preparacion y exploracion de los datos donde se realiza una
limpieza de datos faltantes o erroneos, las transformaciones necesarias y el andlisis
exploratorio de dichos datos para entender distribuciones, correlaciones, etc. Luego viene

la ingenieria de caracteristicas, que consiste en extraer o construir las variables “features”
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que alimentaran al modelo de machine learning. En problemas de series temporales
astrondmicas, esto puede implicar calcular estadisticas resumen de la curva de luz,
mediciones de variabilidad, etc. Estas caracteristicas deben ser lo suficientemente
discriminantes para ayudar al modelo a separar las clases. A continuacion, se procede al
entrenamiento del modelo en si. Para ello, se elige un algoritmo de aprendizaje automatico
(o varios), se divide el conjunto de datos en subconjuntos de entrenamiento y prueba, y
se ajustan los parametros del modelo para que aprenda a predecir correctamente las
etiquetas de entrenamiento minimizando el error.

Es importante en esta etapa manejar cuestiones como el desbalance de clases (si algunas
clases son mucho mas abundantes que otras, el modelo podria sesgarse a predecir siempre
la mayoritaria ignorando las minoritarias) mediante técnicas de balanceo de datos o
ponderacion de clases. Por otra parte, se suele aplicar regularizacion y ajuste de
hiperparametros para evitar el sobreajuste “overfitting”, es decir, que el modelo aprenda
detalles irrelevantes o ruido del conjunto de entrenamiento, perdiendo asi, la capacidad
de generalizacion.

Posteriormente, tras el entrenamiento, se realiza la evaluacion del modelo con datos
separados (de prueba) para medir su rendimiento en situacion simular a la real. Aqui
intervienen las métricas de evaluacion. En la clasificacion multiclase se calcula la
exactitud global (porcentaje de aciertos totales), pero como esta puede ser engafiosa si las
clases estan desbalanceadas, se usan métricas por clase como la precision (qué proporcion
de predicciones de una clase fueron correctas), el recall (qué proporcion de objetos de una
clase fueron correctamente detectados) y el F1 (media armonica de precision y recall).
Estas métricas pueden promediarse entre clases de forma macro (todas las clases de igual
peso) o micro (ponderadas por frecuencia). También se analiza la matriz de confusion,
que muestra en una tabla qué cantidad de objetos de una de las clases fueron predichos
como el otro tipo de clase para todas las combinaciones, permitiendo identificar
confusiones comunes entre clases.

Finalmente, un modelo entrenado y evaluado puede desplegarse o aplicarse a nuevos
datos. En este proyecto se quiere aplicar el modelo a flujos de alertas en tiempo real, lo

que requiere que la inferencia del modelo sea rapida y que el pipeline completo
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(extraccion de caracteristicas “features” + prediccion) esté optimizado. También es
posible que se necesite re-entrenar el modelo periddicamente si se obtienen datos nuevos
(por ejemplo, al migrar a otro telescopio con diferentes caracteristicas).

En sintesis, el aprendizaje automatico provee las herramientas necesarias para
automatizar la clasificacion de grandes volimenes de datos astrondmicos. Pero su éxito
dependera en gran medida de una cuidadosa preparacion de los datos, de la eleccion
apropiada de modelos y parametros, y de una evaluacion rigurosa que asegure que el
modelo aprendido efectivamente captura regularidades reales y no artefactos espurios del

conjunto de entrenamiento.

2.1.4 Bases de datos para eventos astronomicos transitorios

El desarrollo de algoritmos de clasificacion automatica requiere datos de entrenamiento
extensos y fiables. Diversos sondeos han compilado catdlogos de eventos transitorios
junto con sus curvas de luz y clasificaciones, formando la base para entrenar modelos de
aprendizaje automatico supervisados.

En primer lugar, tenemos la base de datos MANTRA. Dicha base de datos proviene de
Catalina Real-Time Transient Survey (CRTS)que estd compuesto por tres telescopios
permitiendo asi una gran cantidad de datos muy ftiles. Dicho telescopio fue de los mas
pioneros puesto que empezd a recopilar datos muy relevantes acerca de los objetos
transitorios a partir del 2007 y estuvo activo hasta el 2013. Fue capaz de monitorear
aproximadamente 33,000 grados? del cielo en busca de variables y objetos transitorios.
CRTS descubrio miles de eventos (supernovas, variables cataclismicas, blazares en
erupcion, flares estelares, etc.) y publico sus curvas de luz junto con las clasificaciones
obtenidas por el seguimiento multi-longitud de onda. Como se ha comentado
anteriormente, la base de datos MANTRA utilizada en este trabajo estd derivada del
catalogo del conjunto de telescopios de CRTS, compilando 5,539 objetos transitorios con
sus curvas de luz y etiquetas (aunque muchas etiquetas originales eran inciertas o muy
especificas, por lo que se simplificaron a clases generales). CRTS supuso una primera
demostracion del poder de sondear el cielo en biisqueda de objetos transitorios de forma

automatica.
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En segundo lugar, esta el Zwicky Transient Facility (ZTF). Se trata de un ondeo moderno
el cual esta activo desde 2018 que genera aproximadamente 100.000 alertas por noche en
bandas fotométricas. ZTF provee alertas publicas con fotometria de hasta 30 dias previos
para cada evento. Gracias a este telescopio y a estos datos, proyectos como el broker
(sistema informatico que recibe en tiempo real las alertas de eventos transitorios de los
telescopios) chileno ALeRCE han construido curvas de luz completas a partir de la
concatenacion de dichas alertas. Mediante cruce con catalogos espectroscopicos, se han
creado conjuntos de datos etiquetados de ZTF para entrenar clasificadores; por ejemplo,
Sanchez-Séez et al. (2021) compilaron miles de curvas de luz de ZTF con clases
conocidas para entrenar modelos de clasificacion automatica. ZTF es actualmente un
banco de pruebas principal para brokers (sistemas informaticos que reciben en tiempo
real las alertas de eventos transitorios de los telescopios) de alertas que aplican el
aprendizaje automatico en produccién, dado su gran volumen de eventos y la diversidad
de fenémenos descubiertos.

En tercer lugar, estd Gaia. La mision espacial Gaia estd operativa desde 2014 y es capaz
de detectar eventos transitorios, principalmente supernovas. Aunque el volumen de
alertas de Gaia es mucho menor (centenares de eventos al afio), sus datos aportan clases
particulares como pueden ser novas inusuales y una astrometria extremadamente precisa.
Los datos de Gaia son publicos y podrian usarse para complementar el entrenamiento,
aunque la mayoria de sus eventos transitorios también aparecen en otros sondeos.

En el caso del trabajo de fin de grado, este se enfocara en la base de CRTS (MANTRA)
para entrenar y validar los modelos, dado que proporciona un conjunto homogéneo de
curvas de luz con clases ya confirmadas. No obstante, la metodologia desarrollada es
aplicable a otras fuentes de datos como son ZTF, Gaia o LSST, ajustando las
caracteristicas extraidas y reentrenando segliin la naturaleza de cada encuesta. Esto
garantiza que el enfoque sea generalizable mas alla de la base de datos particularmente

utilizada en este proyecto
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2.1.5 Aplicacion del aprendizaje automatico a la deteccion de objetos
transitorios

Diversos trabajos han aplicado técnicas de aprendizaje automatico para abordar la
clasificacion de objetos transitorios en los ultimos afios, obteniendo resultados
prometedores. En la era de CRTS, el proyecto de Djorgovski et al. (2012) fueron capaces
de demostrar uno de los primeros casos de clasificacion automatica de eventos transitorios
puesto que entrenaron una red neuronal artificial y un SVM (Support Vector Machine,
algoritmo supervisado de aprendizaje automatico) para distinguir objetos astrofisicos
reales de detecciones espurias (falsas alarmas) en CRTS. Este fue un paso inicial enfocado
en el problema “realbogus”, es decir, filtrar automaticamente los falsos positivos de un
sondeo transitorio. Con la llegada de sondeos mas grandes, la comunidad se centrd en
clasificar la naturaleza astrofisica de eventos transitorios reales.

Por otra parte, esta el caso de Richards et al. (2011), quienes aplicaron métodos de
machine learning (incluyendo Random Forest) para clasificar estrellas variables con datos
del proyecto MACHO, enfrentando desafios similares a las curvas de luz de objetos
transitorios (datos irregulares, ruidosos y escasos). Si bien se trataba de estrellas
periddicas, su trabajo sentd bases en cuanto a la extraccion de caracteristicas “features”
robustas y estrategias de validacion que han sido reutilizadas en contextos de deteccion
de objetos transitorios no periddicos.

En la actualidad se han ido creando distintos algoritmos de aprendizaje automatico que
han sido muy utiles especialmente para la deteccion de objetos transitorios dentro del
ambito de la astronomia, pero, incluso estos y futuros proyectos, tendran una serie de
limitaciones y desafios que deberan abordar si quieren que sus algoritmos sean

totalmente ttiles y que extraigan conclusiones correctas.

2.1.6 Limitaciones y desafios actuales

A pesar de los progresos, existen varias limitaciones y desafios en la clasificacion
automatica de objetos transitorios.

En primer lugar, est4 el desbalance de clases. Como ya se menciond anteriormente, los
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catalogos reales de objetos transitorios suelen estar dominados por unas pocas clases
abundantes como pueden ser las supernovas, mientras que otras clases de interés, las
cuales suelen ser eventos raros como pueden los blazares o las kilonovas, son
extremadamente escasas. Un modelo entrenado directamente en datos desbalanceados
tenderd a ignorar las clases minoritarias y, por lo tanto, mitigar esto es crucial.

Hoy en dia, técnicas como “oversampling” (aumentar artificialmente las muestras de
clases raras), “undersampling” (reducir las de la mayoritaria) o ajuste de pesos son
obligatorias. En el concreto de este proyecto de fin de grado se aplicara “oversampling”
de las clases minoritarias para evitar sesgos fuertes, anadiendo ligeras perturbaciones
aleatorias a curvas de luz reales de esas clases para generar muestras adicionales.

En segundo lugar, estan los datos ruidosos e incompletos. Las curvas de luz de sondeos
como CRTS o ZTF suelen ser irregulares (puntos observados en tiempos no
uniformemente espaciados), con incertidumbres considerables y a veces mediciones
faltantes o limites de no deteccion. Ademas, muchas curvas estan incompletas, por
ejemplo, una supernova descubierta cerca de su méximo puede no tener datos del ascenso
inicial. Esto dificulta la extraccion de caracteristicas robustas. Se debe tener precaucion
en la interpretacion de caracteristicas como la magnitud media ya que puede diferir entre
clases en parte por sesgos de distancia o la duracion del evento que esta limitada por la
ventana observacional y la distancia a la que se encuentra la Tierra del evento transitorio.
En tercer lugar, se puede encontrar la confusion entre clases astrofisicas. Algunas clases
de eventos transitorios presentan curvas de luz muy similares, lo que lleva a confusiones
incluso para algoritmos avanzados. Por ejemplo, como se vio anteriormente, un blazar
puede tener un gran estallido que imite el comportamiento de una supernova rapida,
haciendo que el clasificador las confunda. De hecho, en resultados previos vistos en otros
proyectos, los blazares suelen ser las clases con peor F1, porque su fotometria puede
parecerse a la de otras explosiones. Abordar esto podria requerir caracteristicas
adicionales como podria ser, incluir informacion del color para diferenciar un blazar
tipicamente mas azul cuando estd en su punto mas brillante de una supernova, que suele
ser mas roja. En el caso de este TFG, se limitara a ver las caracteristicas intrinsecas de la

curva de luz de banda tnica, por lo que anticipamos que estas confusiones apareceran y
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habra que analizarlas en resultados.

En cuarto lugar, estd la optimizacion de hiperpardmetros y eleccion de modelo. Existe
una gran variedad de algoritmos de aprendizaje automatico, cada uno con
hiperparametros que ajustar. Encontrar la combinacién Optima puede ser costoso.
Ademas, un modelo que funciona muy bien en una base de datos podria no generalizar a
otra si las distribuciones difieren ligeramente. A menudo se emplean enfoques de
“ensembles” que se trata de combinaciones de modelos para robustecer las predicciones.
En este proyecto, probamos cuatro algoritmos conocidos con configuraciones estandar.
Aun asi, se contemplara en la discusion del proyecto la posibilidad de combinar modelos
o de refinar hiperparametros para mejorar el desempeiio.

En quinto y altimo lugar, se contempla la integracion en flujos en tiempo real. Un modelo
que funciona bien en laboratorio debe ademés poder integrarse eficientemente en la
infraestructura de alertas en vivo. Esto conlleva desafios de ingenieria puesto que, el
computo debe estar optimizado (idealmente con inferencia en milisegundos por evento),
el sistema debe ser robusto a entradas inesperadas o ruidosas, y debe escalar
horizontalmente (ejecutarse en paralelo en multiples nucleos o maquinas) para poder
ejecutarse sin problemas en el caso de que una o varias maquinas fallaran. Al final del
TFG se abordaran estas cuestiones para estimar la viabilidad real en relacion con este

proyecto.

En conclusion, aunque la clasificacion automatica de objetos transitorios ha avanzado
mucho, siguen presentes retos significativos. Este proyecto tomara en cuenta estas
limitaciones y las aplicara en su justa medida ya que, los hallazgos de este trabajo podran
orientar mejoras futuras, como pueden ser, la adicion de datos de multiples filtros, o el
uso de algoritmos mas complejos para superar estas dificultades de cara a los enormes

volimenes de datos que traeran sondeos y telescopios como puede ser LSST.
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3.0 Propuesta
3.1 Planteamiento de la solucion

Ante los desafios expuestos y como bien se ha ido explicando a lo largo de todo el
proyecto, se propone disefiar un sistema automatizado de clasificacion de eventos
transitorios centrado en un conjunto de datos real manejable, la base MANTRA derivada
de CRTS, y extrapolable a encuestas de mayores volumenes. El planteamiento general de
la solucién sigue el paradigma tipico de un proyecto de Ciencia de datos puesto que
primero se realizara una preparacion minuciosa de los datos de entrada (curvas de luz de
eventos transitorios), luego se procedera a la extraccion de caracteristicas discriminantes
de esas curvas. Posteriormente, se entrenaran varios modelos de aprendizaje automatico
supervisado sobre esas caracteristicas, y finalmente se evaluard comparativamente su
desempefio para elegir la mejor opcion.

En particular, se ha decidido trabajar con datos reales histdricos, en lugar de simulados
para asegurar que el sistema aprenda a lidiar con la complejidad y ruido propios de
observaciones astronomicas. La base de datos d¢ MANTRA ofrece un buen punto de
partida ya que es de tamafio moderado (miles de objetos) pero con suficiente diversidad
de clases y propiedades para entrenar modelos ttiles. Sobre esta base, la solucion constara
de los siguientes pasos principales.

Preprocesamiento y limpieza de datos: Se integraran las curvas de luz con sus
clasificaciones, se filtraran objetos con datos insuficientes (que no permitan computar
caracteristicas fiables) y se unificardn las etiquetas en un conjunto reducido de clases
principales que, en este caso, habiendo realizado un estudio previo, constaran de 6 clases,
las cuales son elegidas por su abundancia y relevancia cientifica. También se
homogenizaran formatos como pueden ser los identificadores y se asegurara la calidad
basica de los datos, removiendo duplicados o etiquetas desconocidas, entre otros casos.
Extraccion de “features” (caracteristicas) de las curvas de luz: A cada evento
transitorio se le calcularan una serie de atributos numéricos basados en su curva de luz.
Estos atributos resumiran la informacion maés importante de la serie temporal de

magnitudes. Incluiremos estadisticas simples (media, mediana, desviacion estandar de la
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magnitud), medidas de amplitud (diferencia entre brillo médximo y minimo), informacién
de tiempos (duracion total de la observacion) y conteo de detecciones, entre otras.

El resultado de este paso sera una matriz de caracteristicas donde cada fila representa un
objeto transitorio y cada columna es un “feature” calculado a partir de su curva de luz.
Entrenamiento de modelos supervisados: Utilizando la matriz de caracteristicas
construida y las etiquetas de clase de cada objeto, se entrenardn varios algoritmos de
clasificacion. En concreto, se han seleccionado cuatro algoritmos complementarios, que
se constituyen por, un Random Forest (bosque aleatorio de arboles de decision), un SVM
(Support Vector Machine), una red neuronal MLP (Multilayer Perceptron), y un modelo
de XGBoost (ensemble de arboles con “boosting” (método que reduce el sesgo y la
varianza entre los datos, creando un equilibrio entre estos)). Estos modelos seran
entrenados bajo condiciones homogéneas (misma division de entrenamiento/prueba) para
permitir una comparacion justa. Durante este entrenamiento, se aplicard “oversampling”
de las clases minoritarias en el conjunto de entrenamiento para proporcionar un equilibrio
de clases, generando instancias sintéticas (afiadiendo pequefias perturbaciones aleatorias
a curvas reales) para balancear mejor los datos y evitar que el modelo ignore las clases
menos frecuentes.

Evaluacion y seleccion: Tras entrenar todos los modelos, se evaluaran en un subconjunto
de datos reservado para prueba el cual no serd visto durante el entrenamiento para simular
los casos reales y ver si realmente ese modelo se puede escalar a otras bases de datos y
otros casos. Se calcularan métricas globales (exactitud, F1 macro, etc.) y por clase (F1
por clase, matrices de confusion) para determinar cual modelo ofrece el mejor
rendimiento. Es esperable que varios modelos rindan similar por lo que se ha podido
observar en otros proyectos similares. Pero, la eleccion final considerara no solo la ligera
diferencia en métrica sino también la interpretabilidad y eficiencia. Ademads, se puede
anticipar, que, basados en la literatura y en las caracteristicas del problema, es muy
probable que el Random Forest podria emerger como el modelo més equilibrado, dado su
buen desempeiio general y la ventaja de proporcionar importancias de variables faciles
de interpretar. En todo caso, el proceso que se va a llevar a cabo servira para confirmar

estas hipotesis y seleccionar el modelo o modelos recomendados.
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Aplicabilidad a otros entornos reales: Aunque el entrenamiento y evaluacién se
realizara con una base de datos real, esta es estatica, por ende, como paso final se analizara
como el sistema se podria adaptar a un flujo de datos en tiempo real. Ademas, se discutira
como integrar el modelo seleccionado en un “broker” de alertas (sistema informatico que
reciben en tiempo real las alertas de eventos transitorios de los telescopios) para
comprobar qué tan rapido puede procesar nuevos eventos, como habria que modificarlo
para encajar con datos de otros telescopios y sondeos, por ejemplo, incorporando color
para ZTF/LSST, y qué ajustes de calibracion serian necesarios, como podria ser,
reentrenar con datos de cada telescopio debido a diferencias de profundidad o cadencia.
Este analisis cualitativo permitird extrapolar el valor practico del sistema desarrollado
mas alla del entorno de prueba controlado.

En resumen, la solucion propuesta abarca desde la preparacion de datos hasta la
implementacion de varios algoritmos y su comparacion, con un enfoque especial en la
validacion experimental para respaldar la seleccion del modelo final. Se aprovecharan
técnicas robustas propias de la Ciencia de Datos como pueden ser el balanceo de datos o
la normalizaciéon de variables para lidiar con las dificultades identificadas, y se

documentaran todos los hallazgos y decisiones a lo largo del proceso.

3.2 Base de datos real: MANTRA

Como se ha puesto en contexto anteriormente, el dataset de MANTRA (Machine-learning
Analysis of Transients with Reference lightcurves for Astronomy) es la base de datos de
objetos transitorios derivada de CRTS (Catalina Real-Time Transient Survey) que se

empleara en este trabajo, la cual se podra consultar en el repositorio de GitHub enlazado

junto a este proyecto, para observar todo el procesamiento realizado, ademas de la base
de datos en crudo, para poder ver las diferencias en ella que se han ido realizando a lo
largo del TFG.

En esta base de datos se dispone de un catdlogo muy amplio de objetos transitorios, los
cuales estan compuestos por 5,539 objetos detectados por el conjunto de telescopios de

CRTS entre 2007-2013, cada uno con un identificador Gnico y una clasificacion
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https://github.com/pablobg01/TFG-Deteccion-Eventos-Transitorios

astrofisica asignada. Estas clasificaciones originales incluyen més de 100 categorias
distintas, muchas de ellas muy especificas o con cierta incertidumbre como por ejemplo
algunas etiquetas como “SN?” o “CV?” para objetos no confirmados, o denominaciones
inusuales.

Para fines practicos, se consolidard y filtrard estas etiquetas enfocandose unica y
exclusivamente en 6 clases principales de interés, tal como se mencion6 en la seccion
2.1.1, estas clases seran: Supernova (SN), Variable Cataclismica (CV), AGN, Blazar,
Flare estelar y Objeto HPM (alto movimiento propio). Estas seis clases representan la
mayoria de los eventos bien caracterizados en CRTS. Cualquier objeto con etiqueta
original fuera de estas clases se descartara o se reclasificara en la categoria mas cercana
de las anteriores. Por ejemplo, un evento que esté marcado como “Nova” se incluird
dentro de CV.

Por otra parte, una caracteristica muy importante de CRTS es que no tenia filtro de color,
lo que simplifica nuestros datos ya que todas las magnitudes son comparables en la misma
banda, pero a la vez surge un problema y es que significa que no tenemos informacion de
color para distinguir, por ejemplo, un blazar (que tipicamente es mas azul en sus estados
brillantes) de una supernova (que puede ser mas roja en sus estados mas brillantes). Esto
habra que tenerlo en cuenta al interpretar resultados ya que podria dar lugar a ciertas
confusiones.

Pero primero, antes de proceder al uso de la base de datos conveniente realizar ciertas
operaciones de limpieza y filtrado iniciales antes incluso del procesamiento de los datos
posterior, para asegurarse de que los datos que se usaran en el proyecto son fiables y
correctos.

En primer lugar, se realizé un filtrado por nimero de observaciones. Donde se decidio
excluir del analisis aquellos objetos transitorios con curvas de luz sean demasiado escasas.
Para ello se requiri6 que cada objeto tuviera al menos 5 detecciones fotométricas
registradas ya que con menos de 5 puntos es practicamente imposible calcular la mayoria
de nuestras caracteristicas de variabilidad de forma fiable como pueden ser la desviacion
estandar o la asimetria ya que no son significativas con tan pocos datos.

Tras este primer filtrado, quedaron 3,330 objetos en total, todos pertenecientes a las 6
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clases principales definidas. Las reducciones més notorias fueron en la clase HPM, los
cuales son principalmente asteroides, y estos bajaron de 640 bajé a 306 objetos y en el
caso de las supernovas (SN) bajaron de 1723 a 1293 objetos, evidenciando que muchos
HPM reales solo se vieron un par de veces y muchas SN fueron poco muestreadas en
CRTS. Pero en el caso de las clases Blazar, AGN, CV y Flare mantuvieron la mayoria de
sus objetos porque suelen tener observaciones mas extensas.

Una vez se realiz6 dicho primer filtrado, se procedié a realizar una homogeneizacion de
identificadores y etiquetas. En este proceso se verifico la consistencia de los IDs entre la
tabla de curvas de luz y la de etiquetas, las cuales son las dos fuentes de datos que se
usaran a lo largo de todo este proyecto, como bien se ha comentado antes, provenientes
de MANTRA. En los datos originales, los identificadores venian con prefijos tipo "CSS"
o "MLS" segln el telescopio de CRTS ya que, como se ha comentado antes, el proyecto
Catalina Real-Time Transient Survey constaba de 3 telescopios, mientras que en la tabla
habia muchos datos que directamente aparecian sin prefijo. Por lo tanto, se procedié a
unificar los IDs (manteniendo solo el componente numérico o agregando el prefijo
faltante seglin el caso) para asegurar que cada curva se asociara correctamente a su clase
y por ende las dos tablas se pudieran unificar sin ningun problema. Asimismo, se
eliminaron objetos con identificadores duplicados o inconsistentes, pero fueron muy
pocos casos aislados.

Por tltimo, se trataron los datos faltantes. En general, las curvas de CRTS no tienen datos
faltantes explicitos ya que cada deteccion es un punto valido, sino que son inherentemente
irregulares en el tiempo, por lo tanto, conviene rellenar dichos datos en el espacio de ese
tiempo de forma coherente.

Tras realizar una limpieza exhaustiva, se obtuvo una distribucion final de clases en el

conjunto de 3,330 objetos transitorios totalmente validos.
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Clase Descripcion N°

Explosion estelar catastrofica. Aumento de brillo rapido
Supernova (SN) seguido de desvanecimiento en semanas. 1293
(38.8%)
Variable Estallidos recurrentes en binarias (estrellas que estan
Cataclismica unidas gravitacionalmente y orbitan alrededor de un 362
(CV) centro de masa comun) con enanas blancas (novas enanas (25.9%)
principalmente). Multiples picos de brillo cuando se '
desencadena fusion en la superficie de la enana blanca.
AGN (ntcleo [Variaciones aleatorias de brillo en el nucleo de una galaxia
galactico activa como, por ejemplo, cudsares, eventos de disrupcion 425
activo) por marea, etc. Cambios de magnitud moderados a escala de |(12.8%)
meses/afios.
Tipo extremo de AGN con chorro relativista hacia la
Tierra. Variabilidad rdpida e intensa en multiples 237
Blazar frecuencias. 0
(7.1%)
Estrella variable eruptiva que presenta explosiones bruscas
iy poderosas. Incremento repentino de brillo por minutos u 207
Flare estelar .
horas seguido de retorno al estado de reposo (estado | (6.2%)
quiescente).
Objeto de alto movimiento propio detectado como
transitorio, los cuales se identifican principalmente como
Objeto HPM asteroid&?s moviéndose entre imagenes captadas por los 306
telescopios. Aparece unas pocas veces en la misma (9.2%)
posicion desplazdndose rapidamente, sin variacion
intrinseca de brillo significativa.

Tabla 1. Clases de objetos transitorios en la base de datos de MANTRA (CRTS) tras
filtrado inicial. Se listan las seis clases principales consideradas, con una breve
descripcion y el nimero de objetos de cada clase en el conjunto de datos final (3,330
objetos en total). Entre paréntesis se indica el porcentaje que representa cada clase sobre

el total.
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En resumen, MANTRA nos proporciona una base de datos realista y desafiante puesto
que presenta seis clases de objetos transitorios con distribucion desbalanceada y curvas
de luz ruidosas en una sola banda. Su gran ventaja es que las etiquetas provienen de
confirmaciones externa asi que todos los datos procesados, son totalmente fiables y
veridicos.

Esta base de datos servira para entrenar y probar los modelos de aprendizaje automatico
propuestos bajo condiciones cercanas a las de un “broker” real, el cual veria muchas SN
y CV, y menos blazares, flares, etc., con datos de calidad variable dependiendo de la

cantidad y la calidad de ellos.

3.3 Procesamiento de los datos

Con el entendimiento previo de la base de datos, se procede con la preparacion formal de
los datos para alimentar los modelos de machine learning.

Las etapas de procesamiento realizadas en este proyecto fueron en un orden totalmente
logico y claro para obtener los datos que mejor se ajusten a este proyecto y poder entrenar
los modelos sin ningtn tipo de problema ni error.

En primer lugar, se realizé una fusion de datos de curvas de luz con etiquetas. A partir de
la tabla de curvas de luz (varias observaciones por objeto) y la tabla de objetos con su
clase, se unificaron en un unico conjunto agregando las observaciones de cada objeto. En
la préctica, se procedio leer el archivo de observaciones el cual contenia las columnas ID
del objeto transitorio, el tiempo, la magnitud, el error de magnitud, etc. Mientras que el
archivo de etiquetas contenia el ID del objeto transitorio y la clasificacion original. Tras
la limpieza de IDs descrita en el apartado 3.2, se realiz6 un “merge” (union) a partir del
identificador (ID) del objeto transitorio, asignando a cada observacion de la clasificacion
correspondiente. Luego, estas observaciones se agruparon por objeto para el calculo de
las caracteristicas pertinentes.

En segundo lugar, se procedio a hacer un calculo de las “features™ (caracteristicas)
agregadas. Se definieron un conjunto de funciones de agregacion para extraer atributos

de cada grupo de observaciones pertenecientes a un mismo objeto transitorio. En
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concreto, las caracteristicas calculadas para cada objeto fueron:

Caracteristicas

Descripcion

mag_mean

Magnitud promedio (media) de la curva de luz del objeto.

mag_median

Magnitud mediana de la curva de luz (valor central).

mag_std Desviacion estandar de las magnitudes (mide la dispersion total del
brillo).
Magnitud méxima (valor numérico mas bajo = objeto en su estado mas
Mmag_max brillante observado).
mag_min Magnitud minima (valor numérico mas alto = objeto mas débil

detectado).

magerr_mean

Incertidumbre promedio de las mediciones de magnitud.

magerr_std

Desviacion estdndar de las incertidumbres de magnitud (indica la
variabilidad en la calidad de las detecciones).

n_obs (count)

INumero de observaciones totales de la curva de luz.

Duracion temporal de la curva (Gltima observacion menos primera

duration observacion).
. Amplitud de variacion: diferencia entre la magnitud mas débil y la mas
amplitude brillante (mag_min y mag max).
Coeficiente de asimetria de las magnitudes observadas (positivo si hay
skewness

pocos puntos brillantes y muchos débiles, negativo si al reves).

Tabla 2. Caracteristicas (“features”) extraidas de las curvas de luz y su descripcion.

Estas 11 variables resumen cuantitativamente cada curva de luz de un objeto transitorio

y constituyen la entrada pertinente para los modelos de aprendizaje automatico.

En tercer lugar, una vez estdn agregadas las observaciones por objeto aplicando las

funciones anteriores, se obtuvo una tabla donde cada fila corresponde a un objeto

transitorio y las columnas son las caracteristicas mencionadas. Posteriormente, a esta

tabla se le anadio la etiqueta de clase final para cada objeto en una columna adicional
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llamada, "Class".

En cuarto lugar, se realizd una verificacién y limpieza final de las caracteristicas
(“features”). Para ello, se reviso si habia valores faltantes o extremos en las features. Pero
gracias al filtrado que se hizo previoamente, ningun objeto quedd con features
indefinidas. No obstante, se detectaron algunos casos particulares, ya que por ejemplo
algunos objetos transitorios de tipo HPM tenian una “duration” muy corta (0 dias si fueron
detectados el mismo dia un par de veces), o una “skewness” indefinida para curvas con
todos los puntos iguales. Por lo tanto, en esos casos, se procedio a ajustar dichos sucesos.
En el caso de la caracteristica “duration”, se establecid una duracién minima de 0 si solo
posee un dia de observacion. Por otro lado, en cuanto a la caracteristica “skewness”, se
defini6 como O si la desviacion estandar era 0, es decir, si todas las magnitudes fueron
iguales, lo que en practica solo ocurre en HPM. Estas conversiones aseguraron que
ninguna caracteristica tuviera un valor nulo o NaN.

En quinto lugar, se procedi6 con la division del conjunto de datos, donde se deja una parte
de entrenamiento y una de prueba. Con la base de datos final de caracteristicas y etiquetas,
se procedio a separar los datos donde se realizé una division estratificada 80/20, es decir,
se reservo aleatoriamente un 20% de los objetos como conjunto de prueba, manteniendo
por supuesto la proporcion de clases y el 80% restante se uso para entrenamiento, ademas
de poder usarse para validacion interna si fuera necesario. Esta division nos permite
entrenar los modelos de machine learning sin usar la porcion de prueba, de manera que
luego podamos evaluarlos objetivamente en esos datos nunca vistos durante el
entrenamiento y poder escalarlo a otras bases de datos, ajustando los modelos y las clases
de manera acorde.

En definitiva, se cuenta con una matriz de tamafio aproximado de 2664x11 de “features”
escaladas para entrenamiento, con sus etiquetas correspondientes, y un conjunto

independiente de prueba de 666 objetos con la misma estructura.

3.4 Modelos de aprendizaje automatico usados

Para la realizacion de este trabajo de fin de grado, se seleccionaron cuatro modelos de
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clasificacion supervisada, los cuales son representativos de diferentes familias de
algoritmos ampliamente utilizadas en problemas similares. A continuacion, se describira
brevemente cada modelo y por qué fue incluido para la realizacidon de este proyecto.
Bosque Aleatorio (Random Forest): Es un método de ensamble basado en arboles de
decision el cual consiste en entrenar muchos arboles de decision independientes, cada uno
sobre muestras aleatorias del conjunto de entrenamiento denominado como técnica de
“bagging” y usando un subconjunto aleatorio de “features” en cada bifurcacion del arbol.
La prediccién final es la votacion mayoritaria de todos los arboles. Los Random Forest
tienden a ser robustos, manejar bien datos ruidosos y capturar idoneamente las relaciones
no lineales. En el caso de este trabajo de fin de grado, se espera que Random Forest
funcione perfectamente, e incluso se podria asegurar que sera uno de los mejores modelos
de aprendizaje automético més idoneo para este proyecto dado que en estudios previos
similares a este, Random Forest destac para datos de curvas de luz.

Maquina de Soporte Vectorial (SVM) con kernel RBF: Es un modelo lineal extendido
mediante kernels (técnica matematica utilizada para transformar datos no lineales en un
espacio de caracteristicas de mayor dimension, donde pueden ser tratados de manera
lineal) para capturar relaciones no lineales. La SVM busca un hiperplano en un espacio
de alta dimension que separe las clases maximizando el margen (distancia) entre los
puntos de distintas clases mas cercanos al borde. Usamos un kernel denominado como
(RBF) que permite modelar fronteras no lineales flexibles. Las SVM suelen ser efectivas
en casos de dimensiones moderadas y son robustas al sobreajuste gracias a su principio
de margen méaximo, pero pueden volverse lentas o dificiles de escalar con conjuntos muy
grandes. En el caso de esta base de datos con sus 2664 objetos y sus 11 “features”, una
SVM es factible.

Red Neuronal MLP: Se implementd una red neuronal artificial de tipo “feed-forward”,
la cual es un tipo en la que la informacion va en una sola direccion, desde la entrada hasta
la salida, sin bucles ni conexiones hacia atras. Las redes neuronales tienen la ventaja de
poder aproximar funciones complejas si se entrenan correctamente, aunque necesitan
suficientes datos y un buen ajuste de hiperparametros para poder sacar todo su potencial.

En el caso de este proyecto de fin de grado, la MLP se incluy¢ para evaluar si un enfoque
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conexionista basico puede igualar a los métodos mas tradicionales.

XGBoost (Extreme Gradient Boosting): Es un algoritmo de “boosting” (algoritmo de
aprendizaje automatico que reduce el sesgo y varianza en un contexto de aprendizaje
supervisado) de arboles muy eficiente y potente, que ha ido ganando popularidad en el
transcurso del tiempo. XGBoost entrena secuencialmente muchos arboles de decision
pequeitios, donde cada nuevo arbol corrige errores de los anteriores, optimizando una
funcion de pérdida mediante gradiente descendente. Este modelo dispone de capacidades
de regularizacion avanzadas y suele lograr un desempefio ligeramente superior a Random
Forest en muchos conjuntos de datos, pero también al costo de mas parametrizacion. En
este caso, se incluyd XGBoost en este trabajo para representar los métodos de “boosting”
y evaluar si aporta alguna mejora sobre el Random Forest. En el caso de este modelo, se
configurd con pardmetros estdndar ya que estaba compuesto del00 arboles con una
profundidad méxima de 6 y una tasa de aprendizaje del 0.1. En cuanto a las expectativas
de este modelo, se espera que XGBoost obtenga un rendimiento similar a Random Forest
e incluso quizés, marginalmente mejor en métricas globales, pero es necesario confirmar
si vale la pena la complejidad afiadida. Ademas, es interesante verificar el tiempo de
entrenamiento y prediccion, puesto que este modelo es conocido por ser rapido en
inferencia, lo cual es relevante para después poder escalarse a otras bases de datos.

A continuacidn, se pueden observar las configuraciones concretas usadas en cada modelo
entrenado. Todas basadas en la implementacion de las librerias “scikit-learn” y “XGBoost

library™:

Random Forest: RandomForestClassifier(n_estimators=100, random_state=42).

Es decir, 100 arboles de decision con la semilla fija para su reproducibilidad y el resto de
los parametros se dejaron por defecto como pueden ser la mdxima profundidad indefinida,
la seleccion de sqrt(n_features) en cada division, etc.

SVM (RBF): SVC (C=1.0, kernel="rbf, gamma='scale', probability=True). Usamos
gamma='scale' la cual equivale a 1/(n_features*var) en scikit, similar a 0.1 en el caso de
este proyecto. Ademads, se puso el pardmetro probability=True para poder obtener

probabilidades ya que necesario para poder dibujar curvas ROC.
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MLP: MLPClassifier(hidden layer sizes= (100,), activation="relu', solver="adam',
max_iter=500, random_state=42). Este modelo est4 creado con una sola capa oculta de
100 neuronas, la funcion de activacion ReLU (que deja pasar los valores positivos y
bloquea los negativos) y el optimizador Adam (ajusta los pesos de forma eficiente
adaptando automaticamente la velocidad de aprendizaje) y se permitio un maximo de 500
épocas.

XGBoost:  XGBClassifier(n_estimators=100, max depth=6, learning rate=0.1,
use label encoder=False, eval metric='mlogloss', random_state=42). Este modelo esta
entrenando 100 arboles de profundidad hasta 6, con tasa 0.1. Por otra parte,

use label encoder=False que sirve para evitar alertas en la version usada.

Todos los modelos se entrenaron utilizando un conjunto de entrenamiento balanceado.
En esta fase, se monitored que el proceso de entrenamiento transcurriera sin incidentes.
Un aspecto observado muy interesante fue que el modelo MLP inicialmente dio un
rendimiento bajo (aproximadamente un 45% de precision) hasta que se dio con el
problema de porque tenia un rendimiento tan bajo y resulté ser que requeria de una
normalizacion de inputs y tras afiadir ese paso, la MLP subid a un 70% de precision de
entrenamiento, similar al resto de modelos, lo cual es un indicativo de que estaba
aprendiendo razonablemente.

En resumen, los cuatro modelos representan enfoques diversos: arboles en paralelo
(Random Forest), arboles en secuencia (XGBoost), un clasificador de margen (SVM) y
una red neuronal. Con esta seleccion amplia, se cubren una variedad de supuestos y
capacidades de modelado, lo que permitira ver cual se adapta mejor a la base datos de

MANTRA vy los objetos transitorios.

3.5 Eleccion del mejor modelo

En este ultimo paso de la etapa de la propuesta, se establecerd como se definird cudl
modelo (o modelos) es/ son el mas idoneo para el devenir de este trabajo de fin de grado.

Dado que se estdn evaluando multiples algoritmos, la comparacion para elegir cual o
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cuales son los modelos idoneos se basara en unas pautas establecidas rigurosamente.
Por una parte, se estableceran unas métricas cuantitativas en el conjunto de prueba. Estas
seran principalmente la exactitud global (accuracy) y el F1 macro (promedio del F1 de
cada clase, dando igual peso a todas). Estas dos métricas nos daran una idea del
rendimiento general de cada uno de los modelos. También se tendra en cuenta la precision
y recall promedio macro y, en detalle, el F1 de cada clase, para ver si un modelo funciona
mucho mejor en ciertas clases que en otras, lo cual puede ser importante dependiendo de
la aplicacion, por ejemplo, al identificar blazares puede que sea mas critico en cierto
contexto.

Por otro lado, se medira la robustez y el comportamiento en clases minoritarias. Esto se
debe principalmente al interés cientifico de no ignorar las clases raras y, por ende, un
modelo que logre un F1 decente en las clases de blazares y flares seria preferible a uno
que maximice solo la precision global a costa de “sacrificar” esas clases. Por eso se le
dara mayor importancia al analisis de la matriz de confusion y F1 por clase.

También se medira la interpretabilidad y la facilidad de uso. En un entorno de produccion,
amenudo se valora que el modelo sea interpretable y facil de actualizar con nuevos datos.
Por lo que viene dado al Random Forest, es un modelo que puntia alto en
interpretabilidad debido a la importancia de las variables y es relativamente facil de
reentrenar € implementar ya que es rapido a la hora de predecir. En cuanto a la SVM,
ofrece interpretabilidad menor y puede ser mas costosa de recalibrar en el caso de que
lleguen montones de datos nuevos. Por otro lado, la MLP es atin peor que la SVM, ya
que, aunque su implementabilidad es buena con librerias modernas, puede requerir GPUs
para grandes volimenes de datos, haciendo que sea mas lento a la hora de implementar y
de usar. Por ultimo, XGBoost es interpretable al nivel de Random Forest ya que también
da importancias a las variables y es muy rapido, pero, a diferencia del Random Forest,
este tiene mas hiperparametros que ajustar para un nuevo dominio. Asi, incluso si todos
tuvieran métricas cercanas, se podria deducir en mayor medida por el Random Forest o
el XGBoost debido a su combinacion entre el rendimiento, la interpretabilidad y la
rapidez.

Por tultimo, se valorara la velocidad y la escalabilidad, ya que, aunque en el caso de este
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trabajo de fin de grado el proyecto se vaya a desarrollar con datos con aproximadamente
3000 objetos y por cualquier modelo corre rapido, la intencion es pensar a futuro como
puede ser la aplicacion de estos modelos en LSST, el cual tiene millones de eventos. Por
ende, es relevante que el modelo pueda predecir miles de instancias por segundo. Los
modelos basados en arboles, como son el Random Forest y el XGBoost suelen ser muy
veloces en inferencia

Para resumir, se definira como el “mejor modelo” aquel que logre maximizar el F1 macro
(priorizando la eficacia balanceada entre clases) manteniendo al mismo tiempo un
desempefio robusto en clases de interés particular ya que no conviene un modelo que, por
ejemplo, obtenga 90% accuracy a costa de nunca reconocer un blazar. Ademas, entre

modelos de eficacia similar, se escogera el que sea mas practico de interpretar y escalar.

4.0 Proceso de implementacion
4.1 Metodologia

El devenir de este TFG se realiz6 mediante una metodologia iterativa acorde a la magnitud
de este proyecto, inspirado en enfoques agiles, con ciclos cortos de implementacion y
validacion. Dado que el Trabajo de Fin de Grado est4 acotado por unos tiempos y unas
entregas de seguimiento obligatorias, se optd por organizar el esfuerzo en sprints cortos
con objetivos especificos haciendo uso de una herramienta que resulta muy familiar
puesto que se implemento6 a lo largo de toda la carrera, denominada Trello, la cual es

idonea para la organizacion de las tareas mediante el método de los sprints.

Posteriormente se incluiran ilustraciones acerca de como se han ido desarrollando cada
una de los sprints. Cada uno abarco todas y cada una de las etapas del proyecto para
desarrollarlo de manera organizada, permitiendo que se construya el sistema paso a paso
y ajustando el rumbo segun los resultados intermedios que se fueran obteniendo.

En particular, se definieron 6 sprints semanales aproximadamente, detallados en la
préoxima seccion denominada 4.2 (Sprint Planning). Durante cada sprint se mantuvieron

notas técnicas y se documentaron hallazgos, integrando tanto desarrollo técnico (c6digo)
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como andlisis cientifico en cada iteracion. Esto ha permitido ir adaptando el plan ya que,
por ejemplo, en la fase de exploracion, en una primera instancia, se iban a extraer los
datos de Gaia y ZTF, pero debido a la complejidad de la extraccion por parte de Gaia, se
decidié cambiar la fuente de datos y hacer uso de la de MANTRA. Por ello, es muy
importante ir definiendo cada una de las etapas de manera rigurosa, porque es posible que
surjan adversidades o complicaciones que hay que ir mitigando dentro de los tiempos

establecidos para que no escale en un problema mayor.

El ecosistema de trabajo elegido para el desarrollo del codigo fue Python, por su
flexibilidad para el desarrollo rapido y las numerosas librerias especializadas en Ciencia
de Datos. En concreto, todo el codigo fuente principal se organizd en a partir de la
siguiente estructura, el cual, como se menciond anteriormente, se podra consultar en el
repositorio de GitHub que estara vinculado a este TFG, tanto el codigo, como las
imagenes utilizadas como las bases de datos usadas, tanto las crudas como las procesadas.
Por una parte, estd el Mdédulo de preprocesamiento (leer_y procesar_datos.py ): Este
cddigo encapsula la logica de lectura de los dos archivos CSV que se usan en este TFG,
los cuales son los de de curvas de luz y el de etiquetas de¢ MANTRA, ademas de la
limpieza de datos como son los filtrados y unificacion de formatos y el calculo de las
caracteristicas descritas en el apartado 3.4. Este modulo produce los archivos finales
dataset features.csv y dataset labels.csv que alimentan la fase de modelado. Fue
disefiado de forma reproducible, de modo que, si se dispone de nuevos datos en el mismo

formato, con solo correr este modulo se generaran las caracteristicas actualizadas.

Por otro lado, estan los Scripts de entrenamiento para cada modelo, como por
ejemplo, entrenamiento_random_forest.py o entrenamiento_svm.py: En este caso, la
mejor idea para no duplicar mucho c6digo y no generar mucha carga y confusion en los
datos, se procedid a disefiar un script general que recibe un pardmetro indicando qué
modelo entrenar, pero, a su vez, por simplicidad y seguimiento se mantuvieron separados.
Cada script carga los datos procesados, divide los datos en entrenamiento/prueba, aplica

escalado y balanceo (cuando corresponde) y entrena el modelo especifico. Al finalizar,
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estos scripts imprimen un reporte de métricas en la consola donde se ejecute el codigo y
guarda los resultados mas relevantes como pueden ser la matriz de confusion o el modelo

entrenado serializado) en el disco, para poder disponer de dichos resultados.

Por ultimo, como se ha comentado anteriormente se realizd un control de versiones con
GitHub. Todo el codigo se versiond usando esta herramienta en un repositorio privado
para controlar los cambios y poder revertir si era necesario. Ademas, esto facilito mucho
mas el seguimiento del progreso y la colaboracion con el tutor.

En este caso, dado que excedia el alcance y las posibilidades debido a las limitaciones de
tiempo, no se implementé una interfaz grafica ni una API web, pero el cédigo esta
organizado de forma que podria integrarse en una infraestructura mayor en el futuro. Por
ejemplo, el modulo de preprocesamiento puede ser adaptado para leer flujos de alertas en
tiempo en lugar de CSVs, y los scripts de entrenamiento podrian convertirse en trabajos

periddicos en un entorno de produccion para reentrenar el modelo con nuevos datos.

Para ofrecer mayor claridad, en el siguiente apartado se resume la planificacion por
sprints que ha sido realizada en este TFG, incluyendo las tareas y los resultados clave de

cada uno.
4.2 Sprint Planning

Sprint 1 (Semana 1-2).

TFG Pablo 000 v

Lista de tareas En proceso *+ M Hecho

Lectura de los datasets ! Bases de datos posibles Investigacion finalidad del TFG

Borrador introduccién B + Anade una tarjeta (= + Afade una tarjeta

+ Afade una tarjeta

5

[lustracion 5. Imagen extraida de Trello. Sprint 1.
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El objetivo principal del primer sprint era la comprensiéon del dominio, la inicial
investigacion acerca del posible tema del TFG y la recopilacion de datos.

En primer lugar, se busco6 un problema real que tuviera matices acerca de un tema
relevante en la actualidad y por eso se decidi6 el tema de la astronomia. Una vez decidido
el tema, era momento de buscar la forma de aplicar la Ciencia de Datos a la astronomia.
Y cuando ya estaba decidido todo, era el momento de buscar una o varias fuentes de datos

acordes a la magnitud de este proyecto.

Sprint 2 (Semana 3-4).

TFG Pablo 000 v

"— i

Lista de tareas ** @ En proceso >+ N Hecho

Construccion final del dataset con o Script inicial limpieza de datos Eleccién de la base de datos
sus caracteristicas (features)

+ Afade una tarjeta @ B + Anadeuna tarjeta
Continuar con la redaccion

+ Afade una tarjeta (=] f

& 4 AN

[lustracion 6. Imagen extraida de Trello. Sprint 2.

Durante este sprint se enfocé el trabajo en construir el conjunto de datos a partir de la
base MANTRA, la cual era la base de datos idonea para este TFG. Se empezaron a generar
las primeras caracteristicas (features) utiles. Se limpiaron y procesaron los datos brutos,
unificando etiquetas, filtrando por nimero de observaciones y preparando una base de
datos listo para modelar. También se empezd a redactar la parte metodologica

correspondiente a esta etapa.
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Sprint 3 (Semana 5-6).

TFG Pablo 000 v

Rpte ﬂ“‘\vw ;
- N '

En proceso i ‘ Hecho

Lista de tareas

Validacion cruzada inicial X Primer entrenamiento de los Implementacion de las clases y
modelos los "features”

+ Afade una tarjeta i
Continuar con la redaccion + Afade una tarjeta

[lustracion 7. Imagen extraida de Trello. Sprint 3.

En este sprint se realizo el primer entrenamiento de los modelos. Se configuraron los
conjuntos de entrenamiento y prueba, se aplicaron técnicas de balanceo como el
“oversampling” y se entrenaron los cuatro modelos principales (Random Forest, SVM,
MLP y XGBoost). Ademads, se validaron los primeros resultados y se continud con la

redaccion de la memoria, entre otras muchas tareas.
Sprint 4 (Semana 7).

TFG Pablo 000 v

Lista de tareas == M Hecho

Andlisis de los resultados . Graficos extraidos

+ Afade una tarjeta f + Afiade una tarjeta

i

[lustracion 8. Imagen extraida de Trello. Sprint 4.

El objetivo de este sprint fue analizar el rendimiento de los modelos entrenados. Se
calcularon matrices de confusion, se generaron curvas ROC y se elaboraron graficas de
importancia de variables. Estas visualizaciones permitieron entender los errores mas
comunes del sistema y qué caracteristicas eran mas relevantes. Toda esta informacion se

integrod en la seccion de resultados del documento.
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Sprint 5 (Semana 8).

TFG Pablo 000 v

Lista de tareas - @ En proceso

B Hecho

Posible adaptacion a ZTF . Comparativa de modelos Medir tiempo de prediccion de
Random Forest

+ Afade una tarjeta = Continuar con la redacciéon
+ Afade una tarjeta

+ Afade una tarjeta

[lustracion 9. Imagen extraida de Trello. Sprint 5.

En este sprint se abordo la viabilidad préctica del sistema desarrollado. Se midi6 el tiempo
de prediccion del modelo Random Forest con grandes volumenes de datos simulados, se
analizaron posibilidades de paralelizacion y se exploré cémo adaptar el sistema a flujos
de alertas como la base de datos de ZTF. También se compararon los modelos para decidir

cual era el mas adecuado para produccion.

Sprint 6 (Semana 9).

TFG Pablo 090 v

Lista de tareas - =+ B  Hecho

Revision general del TFG . Mejora de la redaccién de la
conclusién y propuestas futuras

+ Afade una tarjeta
+ Afade una tarjeta

o

Ilustracion 10. Imagen extraida de Trello. Sprint 6.

Este sprint final, se centr6 principalmente en la revision general del trabajo y la redaccion
definitiva. Se pulieron las conclusiones, se reforzo la argumentacion sobre la utilidad del
sistema en contextos reales y se redactaron propuestas de mejora futuras, como la
incorporacion de informacion multibanda o contextos astrofisicos. El objetivo fue cerrar

el TFG con una presentacion clara, coherente y completa.

Escuela STEAM



5.0 Produccion, resultados y aplicaciones reales
5.1 Codigo y base de datos elegida

Por lo que viene dado a la produccion y desarrollo de resultados del TFG, se procedera a
poner en contexto todo lo explicado anteriormente de forma que toda la estructura tenga
sentido y se vea paso a paso todo el proceso que se ha llevado a cabo.

Durante la implementacién se optd por un ecosistema de codigo en Python, dada la
flexibilidad que ofrece para combinar anélisis de datos y modelado de forma interactiva.
La base de datos elegida fue, como se ha descrito, MANTRA/CRTS, una coleccion real
de eventos transitorios historicos. Esta eleccion estuvo motivada principalmente por su
tamafio manejable ya que es adecuado para entrenar y probar modelos en un TFG sin
requerir una infraestructura de Big Data, pero con la posibilidad de poder escalarse a ello
debido a la exactitud de los modelos. Ademas de la disponibilidad publica de los datos ya
que CRTS es un sondeo con datos abiertos, lo que facilita la reproducibilidad. Por ultimo,
la relevancia cientifica ya que CRTS detectd principalmente supernovas, CVs, flares
estelares, blazares, etc., que son precisamente las clases de interés principales de de los
objetos transitorios opticos.

El codigo fuente se organiz6 de manera modular para facilitar su reutilizacion. Para ello
se cre6 un modulo especifico para la lectura y preprocesamiento de datos
(leer y procesar_datos.py). Dicho médulo carga los archivos CSV originales, realiza
todas las transformaciones necesarias (filtros, agregaciones, etc.) y guarda los conjuntos
de “features” y etiquetas listos para el modelado. Es fundamental separar esta etapa ya
que permite que, si en un futuro se desea aplicar el sistema a otra base de datos (por
ejemplo, la de las curvas de luz de ZTF), se pueda adaptar solo este componente para leer
el formato diferente, manteniendo intacta la logica de entrenamiento de los modelos.
Posteriormente se desarrollaron scripts de entrenamiento para cada modelo. En esencia,
cada script realiza los mismos pasos: carga los datos procesados, divide en
entrenamiento/prueba, aplica escalado, entrena el modelo especifico y evalua su
desempeiio. El hecho de contar con scripts separados permitid ajustar detalles particulares

a cada algoritmo (por ejemplo, la MLP necesité un nimero de épocas de entrenamiento
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definido.). Sin embargo, se evitdé la duplicacion excesiva extrayendo configuraciones
comunes a un archivo de configuracion o usando funciones utilitarias. Por otra parte, se
implementd coédigo para generar salidas visuales (graficos). Esto incluyd el uso de
librerias como matplotlib y scikitlearn como, por ejemplo, ConfusionMatrixDisplay para
las matrices de confusion. Muchas de estas graficas fueron generadas durante el Sprint 4
y se guardaron como archivos PNG.

La base de datos de MANTRA y el codigo estan estrechamente ligados puesto que todos
los resultados cuantitativos que se discuten a continuacion (matrices de confusion,
métricas, etc.) provienen de la evaluacion de los modelos entrenados con estos datos.
Cabe enfatizar que, aunque los datos provienen de CRTS (2007-2013) y por tanto no
contienen eventos transitorios descubiertos por misiones mas recientes, son
suficientemente representativos de la fenomenologia general de objetos transitorios
opticos. Ademas, su uso asegurd que todo el desarrollo se hizo con datos reales (no
simulados), lo cual le da mayor validez externa al sistema, ya que, por ejemplo, cualquier
ruido o irregularidad presente en CRTS como pueden ser observaciones faltantes o errores
fotométricos, es algo que también ocurrird en otras encuestas, asi que los modelos ya
fueron expuestos a esas condiciones durante el entrenamiento.

Todo el cédigo se alojé en un repositorio de GitHub para poder llevar un control de las
versiones, lo que facilitoé poder regresar a versiones previas si un cambio introducia algiin
problema de desempefio.

En suma, el codigo desarrollado y la base de datos MANTRA fueron los pilares técnicos
sobre los que se construyo el sistema. Esta combinacidon proporciond una plataforma
solida para llevar a cabo los experimentos. Ademas, cabe destacar que el codigo
desarrollado podria reutilizarse facilmente con otros datos y su modularidad permite
incorporar mejoras como pueden ser nuevas “features” o nuevos modelos con relativa

facilidad.

5.2 Eleccion del modelo o modelos idoneos

Tras entrenar y evaluar los cuatro modelos propuestos, se procedid a seleccionar el

modelo mas adecuado para nuestro sistema de clasificacion de objetos transitorios. Como
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se establecio en la seccion 3.6, la decision se basod tanto en métricas cuantitativas de
desempefio como en consideraciones practicas.

En la siguiente tabla se resumen las métricas globales obtenidas por cada modelo en el
conjunto de prueba, el cual, recordemos que se trata de 20% de los datos totales, nunca
vistos durante el entrenamiento. En dicha tabla se incluyen las métricas més importantes
para saber la informacion necesaria acerca de cada uno de los modelos, las cuales incluyen

la exactitud global y los promedios macro de precision, recall y F1.

Modelo Exactitud Precision (macro) Recall (macro) F1 (macro)
Random Forest 71.9% 67.0% 66.0% 66.0%
SVM (RBF) 71.2% 66.0% 64.0% 65.0%
XGBoost 71.6% 66.0% 65.0% 65.0%
MLP 70.3% 61.0% 63.0% 62-0%

Tabla 3. Comparacion de desempefio de los modelos de clasificacion en el conjunto de
prueba.

En esa tabla se puede observar que todos los modelos obtienen exactitudes muy similares,
alrededor del 70-72%. Sin embargo, el Random Forest alcanza la més alta (71.9%) y
también destaca ligeramente en el F1 macro (0.66) frente a SVM y XGBoost (ambos
0.65). Por otra parte, a red neuronal MLP queda algo rezagada con un 70.3% de exactitud
y un F1 macro de 0.62, indicando que su rendimiento global fue un poco inferior.

Las diferencias numéricas son pequefias lo que sugiere que ningin modelo supera
abrumadoramente a los demas en desempeno global. Sin embargo, siguiendo los criterios
establecidos, el Random Forest mostrd la métrica ligeramente superior, por lo que seria
candidato principal.

Pero, lo mas importante, es examinar el desempeiio por clase, para asegurarnos de que la
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eleccion beneficie al sistema de manera equilibrada. Para ello, hay un grafico que va muy
acorde a este desempefio y es la matriz de confusion, la cual nos dara la claridad al
respecto.

En la matriz, las filas son las clases verdaderas y las columnas las predicciones del

modelo.

AGN

200

Blazar

cv

True label

Flare

HPM

SN

= N ~\ e S N
Q)\éﬁo © Q\";\ & ©

Predicted label

[lustracion 11. Matriz de confusion Random Forest

En dicha matriz de confusién del Random Forest se pueden apreciar distintos datos
principales. En primer lugar, las clases Supernova (SN) y CV son las mejor clasificadas
puesto que el Random Forest acierta aproximadamente en el 80-85% de los casos de SN
y un 75-80% de los casos de CV. Las confusiones mas frecuentes para SN son con CV,
alrededor del 10% de SN fueron clasificadas como CV y viceversa, alrededor del 15% de
CV fueron clasificadas como SN. Esto es entendible, puesto que ambas son explosiones
luminosas, y si una SN tiene pocos puntos podria parecer una CV o una CV muy brillante
podria confundirse con SN. En segundo lugar, la clase HPM (artefactos de alto
movimiento propio) es casi perfectamente identificada puesto que el modelo logra un
98% de recall. Esto era previsible por la naturaleza distintiva de HPM en caracteristicas

como “amplitude” que era equivalente a 0 o que se disponia de muy pocos puntos. Es
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importante destacar que ninglin otro modelo sufrié6 con HPM tampoco, es decir, todos
aprendieron a filtrarlos bien. Esto significa que el sistema en cualquier caso puede
descartar casi todos los falsos positivos de movimiento propio, lo cual es muy valioso en
un contexto de flujo de alertas reales y en vivo. En tercer lugar, las clases AGN y blazar

presentan cierta confusiéon mutua y también con SN/CV.

El Random Forest recupera alrededor del 70% de los AGN correctamente, confundiendo
aproximadamente un 20% con Blazar y un 10% con SN. Sin embargo, para Blazar su
recall es apenas del 34% (el mas bajo de todos), con confusiones distribuidas como que
el 30% de los blazares fueron predichos como AGN y un 25% como SN. Esto refleja la
dificultad de distinguir blazares en base solo a la curva de luz. Por tltimo, la clase Flare
estelar tiene un desempeio intermedio aproximado del cual el 61% de flares se identifican
correctamente. Las confusiones principales de flares son con SN (20%) y con CV (15%).
Esto puede explicarse porque un flare tnico de una estrella puede parecerse a una mini
supernova en la curva (un solo pico y nada antes ni después), o algunas estrellas
fulgurantes tienen multiples erupciones que podrian semejarse a las de una variable
cataclismica repetitiva en la forma de la curva.

Estos resultados dejan ver que las clases minoritarias como son el blazar y el flare son las
mas desafiantes, en concordancia con las expectativas que se tenian.

Ahora bien, es conveniente verificar si otros modelos lo hicieron mejor o peor en esas

clases.
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Tlustraciéon 12. Matriz de confusiéon SVM

Al comparar con los modelos de aprendizaje automatico SVM y XGBoost, se pueden
observar tendencias similares puesto que también presentan un F1 mas bajo en blazar y
flare. Ninguno de ellos fue capaz de lograr, por ejemplo, un recall mucho mayor para
blazar que el Random Forest. Por lo tanto, esto indica que ningiin modelo resolvid por
completo las confusiones de los blazares con los datos disponibles.

Sin embargo, es destacable que el Random Forest, a pesar de no diferir mucho en métricas
globales, mostrd consistentemente los mejores resultados por clase en practicamente
todas ellas puesto que tuvo ligeramente mas recall en Flare, obteniendo un 61% en
comparacion con un 55% de SVM, ademas en Blazar obtuvo 34%de recall en
comparacion con un 30% de SVM o un 85% en SN en comparacion con un 80% de SVM.
Estas ventajas por pequefias que sean sugieren que el Random Forest aproveché mucho
mejor las “features” disponibles. Ademas, se comprob6 que el Random Forest brinda el
mejor balance general puesto que no tiene ninguna clase con F1 excesivamente por debajo
de 0.5 salvo la clase de Blazar.

Por lo tanto, en términos de eficacia, se selecciona el modelo Random Forest como el
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idoneo para este trabajo de fin de grado puesto que su F1 macro de 0.66 es el mayo de
todos los modelos comparados y su comportamiento en clases criticas como los falsos
positivos HPM o los objetos transitorios raros como son los flares/blazares, es el que
mejores resultados extrae y el mas idoneo para la utilizacion en el caso de disponer bases
de datos similares a la de MANTRA.

En conclusion, el modelo de aprendizaje automatico idéneo es un Random Forest
entrenado sobre los “features” de CRTS y disponiendo de la base de datos de MANTRA.
Adicionalmente, se considerara mantener en reserva el modelo XGBoost como alternativa
dado que produce resultados casi iguales e incluso se pensar en un ensamble entre el
Random Forest y el XGBoost que promedie sus probabilidades para ver si se mejora la
estabilidad. No obstante, para el proposito de un sistema el cual debe estar operando en
tiempo real, afladir complejidad de ensamble es posible que no compense y le afiada
muchisima complejidad y capacidad de procesado.

Asi pues, se adopta el Random Forest final como el modelo clasificador ideal del sistema

de datos del que disponemos para este proyecto de fin de grado.

5.3 Resultados obtenidos

Como bien se detalld anteriormente, el modelo seleccionado y el mas idoneo es el
Random Forest. Por lo tanto, se va a explicar de manera exhaustiva los resultados

obtenidos a partir de este modelo.

Por una parte, el Random Forest logrd una exactitud aproximada del 72% al clasificar
seis clases de eventos transitorios. Esto significa que, de cada 10 eventos transitorios
presentados, algo mas de 7 en promedio fueron correctamente identificados en su
categoria. Si bien un 28% de error puede parecer elevado, hay que contextualizarlo puesto
que este clasificador estd diferenciando seis tipos distintos, algunos de los cuales, como
pueden ser blazares vs AGN o flares vs SN, incluso los expertos podrian confundir con
solo informacion fotométrica limitada.

De hecho, para evaluar cuan bueno es tener una exactitud del 72%, podemos compararlo
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con trabajos previos que se mencionaron con anterioridad como el “broker” ALeRCE, el
cual reportd en su primer afio una precision macro de 0.57 en 15 clases, lo que equivale a
un 57% de exactitud en promedio en cada clase. Por lo tanto, que este modelo dé¢ un
resultado de un 66% en la macro-F1 en 6 clases es un resultado muy positivo,

considerando sobre todo que se esta usando un solo filtro.

Por otro lado, el Random Forest demostro ser muy fiable en ciertas tareas clave como son
el filtrado de artefactos, ya que, como se menciono con anterioridad, la identificacion de
objetos HPM fue casi perfecta. Esto implica que el modelo puede eliminar practicamente
todos los falsos positivos debidos a asteroides u objetos moviéndose rapidamente. En un
flujo de alertas real, esta funcionalidad actuaria como un primer filtro para no distraer
recursos con falsos objetos transitorios. También demostrd ser muy fiable en la deteccion
de supernovas y novas (CVs). Estas clases, que suelen ser de gran interés astrondmico,
fueron reconocidas con alta fiabilidad, puesto que, mas de 4 de cada 5 supernovas en el
entrenamiento fueron clasificadas correctamente como SN y en el caso de las variables
cataclismicas, la tasa fue alrededor de 3 de cada 4. Esto es un desempenio muy 1til, el cual
significa que, ante nuevos eventos, el sistema podria priorizar correctamente la mayoria
de supernovas verdaderas para su seguimiento y distinguirlas de otro tipo de variabilidad.
También cabe destacar el reconocimiento de AGN variables. Como se ha mencionado
anteriormente, los AGN (nucleos galacticos activos) tienen una variabilidad mas sutil y a
largo plazo, pero aun asi el modelo logréo un 70% de acierto en ellos. Identificar AGN

variables es valioso principalmente para estudios de agujeros negros activos.

Ademas, los resultados que se obtuvieron también evidencian limitaciones como son los
blazares en comparacion con otras clases. El modelo apenas reconocio 1 de cada 3 de
ellos, confundiéndolos a menudo con AGN o incluso con SN. Esto sugiere que con la
informacion actual de la cual se dispone (solo forma de la curva de luz) no es suficiente
para separar bien los blazares ya que no se dispone de informacion muy valiosa para este
tipo de objetos transitorios como pueden ser el color u otros indicadores como la posicion

del objeto.
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Por otra parte, una ventaja del Random Forest es que se puede extraer la contribucion de
cada “feature” en las decisiones. La siguiente ilustracion muestra un grafico de barras con
las 10 principales caracteristicas ordenadas por importancia segtn el criterio de reduccion

de impureza promedio en los arboles de decision.

Importancia de Variables - Random Forest

mag_std
mag_min
count
amplitude

duration

Feature

mag_max
magerr_std
magerr_mean

mag_mean

mag_median

0.00 0.02 0.04 0.06 0.08 0.10 0.12

Importance

[lustracion 13. Importancia de las variables (Features) en Random Forest.

En dicha ilustraciéon se puede observar que la caracteristica mas determinante fue,
Amplitud (max-min magnitud), la cual, es la diferencia entre brillo méximo y minimo.
Esta result6 ser la “feature” niimero uno. Esto tiene mucho sentido puesto que es lo que
permite separar las clases SNy CV (amplitud alta) de las clases AGN y blazares (amplitud
moderada) y de HPM (amplitud de més o menos 0). Se pudo observar que si una amplitud
era de >3 mag practicamente garantizaba que el objeto es SN o CV, mientras que si una
amplitud era de <0.5 mag indicaba casi seguro un HPM. Asi, el modelo se apoya

fuertemente en esta variable para su primera separacion de casos

Por ultimo, desde una perspectiva totalmente cientifica, los resultados reafirman algunas

nociones como que las supernovas y novas cataclismicas forman una categoria separable
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por la gran amplitud de sus estallidos lo que sugiere que, en otros sondeos, un corte simple
de la clase “amplitude” podria descubrir rapidamente posibles candidatos a SN.

En resumen, los resultados obtenidos demuestran que el sistema de aprendizaje
automatico Random Forest cumple con su objetivo principal puesto que es capaz de
diferenciar automaticamente multiples tipos de eventos transitorios con datos reales,
logrando tasas de acierto muy utiles. Al mismo tiempo, revela qué clases son mas
problematicas y orienta las mejoras necesarias como la necesidad de incorporar color si

este modelo y proyecto se quisiera escalar a otras fuentes de datos.

5.4 Aplicacion a otros telescopios y fuentes de datos

Si bien el desarrollo y las pruebas se centraron en la base de datos MANTRA (CRTS), es
de gran interés evaluar como la solucion propuesta podria transferirse o adaptarse a otros
telescopios de transito astrondémico mas modernos y a sus fuentes de datos pertinentes.

A continuacion, se discutiran las consideraciones y posibles adaptaciones para tres casos

representativos como son ZTF y LSST.

5.4.1 Aplicacion a ZTF (Zwicky Transient Facility).

ZTF posee caracteristicas similares al proyecto de CRTS puesto que este se trata de es
un proyecto astronoémico que utiliza una cdmara de gran campo en el telescopio Samuel
Oschin del Observatorio Palomar para escanear el cielo del hemisferio norte en busca de
objetos transitorios cercanos a la Tierra, la Umica diferencia es que, este telescopio es
capaz de capturar muchos mas objetos por noche y, por ende, supone una mayor cantidad

de datos.
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[ustracion 14. Telescopio Samuel Oschin

Este proyecto es el candidato ideal para aplicar el modelo Random Forest usado en este
TFG.

Pero para poder usar el Random Forest en ZTF seria conveniente realizar algunos ajustes,
ya que como se comentd con anterioridad, el modelo es muy potente al igual que todo el
procesamiento que hay de los datos, pero cuando se adapta a otro proyecto, es necesario
realizar algunos ajustes, ya que, por ejemplo, ZTF opera en dos bandas fotométricas
denominadas $g$ y $r$, lo cual brinda informacion de color que podria incorporarse al
modelo. También, este modelo tal cual esta entrenado en CRTS, esta entrenado de manera
que solo es capaz de interpretar una banda, por lo que no sabria aprovechar dos bandas,
asi que seria conveniente entrenarlo con curvas de luz multibanda, extrayendo las
caracteristicas (features) por banda y también seria conveniente realizar “features”
cruzadas como pueden ser el color medio con el color en el pico). Por tltimo, un ajuste
que seria conveniente si se quisiera incorporar el Random Forest de este TFG en el
proyecto de ZTF, seria conveniente realizar una recalibracion de “features”. Esto se debe
a que ZTF tiene una cadencia distinta ya que observa el mismo campo varias veces por
noche por lo que las curvas de luz tienen mas puntos en corto plazo. Esto implica la
necesidad de recalcular las “features” calculadas y extraidas en este trabajo de fin de
grado. Es posible que algunas caracteristicas como "duration" o "n_obs" pierdan
significado comparativo, ya que ZTF puede observar mucho més frecuentemente, dando
a todos los eventos muchos puntos en poco tiempo. Aun asi, hay caracteristicas
fundamentales como son la “amplitud”, “std” y “skew” que seguiran siendo validas.

En definitiva, no habria problema en alcanzar desempefios similares a los obtenidos con
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la base de datos de MANTRA en ZTF siempre y cuando se incorporen las nuevas
“features”, ya que es imprescindible para que el modelo pueda funcionar con esta fuente
de datos. De hecho, ZTF ofrece mas informacioén como el color o0 mas puntos, por lo que
un modelo similar al aplicado en este proyecto de fin de grado podria incluso superar el
70% de exactitud. Y eso se debe a que la inclusion de color es vital para mejorar la
diferenciacion de blazares, ya que, un blazar tiende a ser mas azul que una supernova por

ejemplo.

5.4.2 Aplicacion a LSST (Legacy Survey of Space and Time)

LSST es uno de los proyectos mas ambiciosos que existen hoy en dia puesto que su
objetivo principal es crear un "video del Universo" a lo largo de 10 afos, mediante la
observacion detallada de la mitad sur del cielo visible. La magnitud de este proyecto es
tal, que este conjunto de telescopios y satélites esperan detectar millones de eventos

astrondmicos transitorios cada noche haciendo uso de multiples filtros de color.

[lustracion 15. Observatorio de Rubin (LSST)

Es el escenario mas desafiante que se podria contemplar si se que quiere incorporar el
Random Forest obtenido en este TFG en un proyecto de tal magnitud, puesto que, LSST
proveerd fotometria en 6 bandas, a diferencia de CRTS que solo provee de una banda o
ZTF que provee de dos, con decenas de puntos por noche para cada evento.

Para ello, el enfoque actual habria que extenderlo para extraer “features” en multiples
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bandas. Lo ideal, seria la modificacion de los cripts de forma y manera que para cada
banda, fuera capaz de extraer las diferentes caracteristicas de las que ya se disponen y
ademas incorporar caracteristicas como puede ser color para observar las diferencias entre
bandas.

Ademas, seria imprescindible la incorporacién de nuevas clases de eventos transitorios
no incluidos en el TFG que se ha desarrollado a partir de la base de datos de MANTRA,
puesto que, LSST descubrira clases raras como son las kilonovas o los eventos de marea
no presentes en CRTS. Por lo tanto, habria que anadirlas como clases adicionales
conforme haya datos de entrenamiento.

En resumen, como se puede observar, la solucion desarrollada a lo largo de este trabajo
de fin de grado es transferible a otras fuentes de datos con las adaptaciones mencionadas
para que pueda ser reentrenado de la manera correcta y extraer las conclusiones

pertinentes.

6.0 Implicaciones sociales, economicas y sostenibles del
TFG

6.1 Impacto socioeconomico

El desarrollo de un modelo de deteccidon automatica de eventos astrondomicos transitorios

conlleva un alto impacto social y econdmico a nivel global.

Desde el punto de vista técnico-cientifico, este proyecto responde a la necesidad de
manejar volimenes masivos de datos en astronomia (Big Data), algo inviable de procesar
manualmente por los humanos. Por ejemplo, observatorios modernos como el Zwicky
Transient Facility (ZTF) son capaces de detectar miles de eventos transitorios por noche,
acumulando unos 10.000 descubrimientos de supernovas en siete afios, comparado con
apenas 120 supernovas identificadas por métodos tradicionales en mas de cinco décadas.
Esta mejora exponencial en la capacidad de descubrimiento ha sido posible gracias a

sistemas automaticos y algoritmos de aprendizaje automatico que clasifican y filtran las
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alertas en tiempo real. Técnicamente, el sistema desarrollado en este TFG se basa en esa
misma premisa: emplear modelos de IA para acelerar la identificacion de eventos
transitorios, aumentando la eficiencia y precision respecto a los procesos manuales. Esto
no solo reduce dréasticamente el tiempo de respuesta (pasando de dias a segundos para
emitir alertas astrondmicas), sino que también mitiga errores humanos y maximiza el

aprovechamiento de las infraestructuras observacionales existentes.

Desde la perspectiva social, un sistema automatizado de deteccion de objetos transitorios
aporta multiples beneficios. En primer lugar, contribuye al avance del conocimiento
cientifico y a la divulgaciéon de la astronomia puesto que es capaz de detectar mas
fendmenos nuevos, ademas de que se generan nuevas oportunidades para que la
comunidad investigadora internacional estudie eventos extraordinarios como pueden ser
las supernovas raras o nuevas clases de objetos variables, lo cual redunda en
publicaciones, conferencias y materiales divulgativos que enriquecen la cultura cientifica
global. Proyectos como ALeRCE en Chile (Automatic Learning for the Rapid
Classification of Events) ya han producido mas de 200 publicaciones cientificas a partir
de datos de objetos transitorios analizados con IA, evidenciando el impacto académico y
social de estas iniciativas. Ademas, la democratizacion del acceso al cielo es otro efecto
social, puesto que, al automatizar la deteccion y compartir alertas publicamente, tanto
astrobnomos profesionales como aficionados pueden conocer en tiempo real la aparicion
de un nuevo fendémeno. Esto fomenta la participacion ciudadana en la ciencia, inspirando
a estudiantes y al publico general a involucrarse en proyectos astronomicos. Incluso,
gracias a internet, es posible “explorar el cielo desde nuestros hogares”, tal como
sefialan astronomos que destacan el salto tecnologico actual. En suma, el proyecto
potencia la educacion cientifica y el interés social por el cosmos, al mismo tiempo que

crea una red colaborativa global en torno a los datos astrondmicos abiertos.

En cuanto al impacto econémico y tecnolégico, la implementacion de este modelo de
aprendizaje automatico también presenta ventajas tangibles. Por un lado, optimiza

recursos en observatorios e instituciones cientificas, puesto que, al automatizar la
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deteccion permite ahorrar innumerables horas de trabajo manual de astronomos en tareas
de monitoreo. De este modo, permite que el personal experto puede enfocarse en el
analisis e interpretacion de datos mas profundos. Por ende, implica una reduccion de

costos operativos y una mejora en la productividad de los proyectos observacionales.

Por otro lado, el desarrollo de algoritmos de aprendizaje automatico aplicados a
astronomia impulsa la innovacion tecnologica y puede tener efectos multiplicadores en
la economia del conocimiento. Esto se debe, a que las técnicas perfeccionadas en este
contexto pueden ser transferibles a otros dominios. Por ejemplo, los mismos algoritmos
de deteccion de eventos transitorios pueden aplicarse a la vigilancia de satélites o
deteccion de fendmenos en imagenes médicas, e incluso métodos similares de andlisis de
grandes datos se emplean en sectores como finanzas o climatologia. De hecho, la
astronomia, histéricamente hablando, ha sido el motor para gran parte del desarrollo
tecnologico como pueden ser: los sensores y la computacion de alto rendimiento. Y en el
caso de este proyecto, contribuye a fortalecer las capacidades en inteligencia artificial, un

area estratégica en la economia moderna.

Por ultimo, no hay que subestimar el impacto en la seguridad global. Aunque el objetivo
principal de este modelo son los fendmenos lejanos, sistemas como el que se ha
desarrollado pueden adaptarse para descubrir asteroides o cometas potencialmente
peligrosos para la Tierra con suficiente anticipacion, aportando una capa de proteccion
planetaria que tendria un inmenso valor social y econdmico ya que podrian evitar

catastrofes naturales de gran escala.
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Aspecto

Enfoque tradicional

Modelo desarrollado

Limitada por el tiempo y atencion

humana. Pocos eventos detectados

Altamente escalable: procesa flujos masivos

humano.

i de datos y detecta miles de eventos al afio.
CapaCIdad de por afio (decenas a cientos, Y
descubrimiento dependiendo de recursos).
. Lento: las alertas pueden demorar o . .
Tlempo de ) Casi inmediato: generacion de alertas en
horas o dias en ser confirmadas y d utos ! b L

segundos o minutos tras la observacion,

respuesta comunicadas por un operador &

permitiendo seguimiento en tiempo real.

Costo operativo

Elevado: requiere equipos de
astronomos trabajando en turnos
para revisar datos continuamente;
riesgo de fatiga y error humano.

Optimizado: el algoritmo analiza datos 24/7
sin intervencién humana, reduciendo la
necesidad de vigilancia manual y costos de
personal en tareas rutinarias.

Precision y

Dependiente de la experiencia del
astronomo; posible sesgo humano.
Baja tasa de falsos positivos, pero

Ajustable y consistente: modelos entrenados
para distinguir eventos reales de artefactos
con alta sensibilidad.

LSST) desbordaria cualquier

analisis manual.

filtrado con riesgo de pasar por alto
eventos sutiles.
. No escalable: el incremento de Altamente escalable: disefiado para Big Data,
Escalabilidad - : . .
R datos (préximos telescopios como usando computacion paralela y algoritmos
utura

eficientes para manejar millones de alertas
cada noche.

Tabla 4. Impactos del modelo automatizado frente a los métodos tradicionales.

6.2 Contribucion del TFG a los Objetivos de Desarrollo
Sostenible (ODS)

El TFG no solo tiene relevancia cientifica, sino que también se alinea con varios Objetivos

de Desarrollo Sostenible (ODS). A continuacion, se detallan las contribuciones del

proyecto en relacion con alguno de ellos:

e ODS 4 (Educacion de Calidad): El desarrollo de este TFG y del modelo asociado
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promueve la educacion de calidad al involucrar la formacion en areas STEM
(ciencia, tecnologia, ingenieria y matematicas). El proyecto ha permitido la
capacitacion en técnicas punteras de aprendizaje automatico y tratamiento de
datos astrondmicos, generando conocimientos en un entorno académico. Ademas,
los resultados y herramientas producidos pueden emplearse con fines educativos
y de divulgacion, por ejemplo, incorporandolos en cursos de astronomia
computacional o proyectos de ciencia ciudadana que incentiven a jovenes
estudiantes a interesarse por la astrofisica y la inteligencia artificial. De esta
manera, la iniciativa contribuye a una educacion inclusiva y equitativa, ofreciendo
recursos abiertos como son el codigo y los datos, que otros alumnos e instituciones

pueden reutilizar para aprender y crear nuevos proyectos.

ODS 9 (Industria, Innovacion e Infraestructura): Este proyecto encarna el
espiritu del ODS 9 al fomentar la innovacién tecnologica y fortalecer la
infraestructura cientifica. Por un lado, desarrolla una solucion de software
innovadora basada en IA que puede integrarse en la infraestructura de
observatorios astrondmicos modernos, mejorando sus capacidades de
procesamiento de datos. Impulsa la industrializacién sostenible al emplear
técnicas de Big Data y computacion eficiente, las mismas que se usan en sectores
productivos avanzados. Por otro lado, refuerza la colaboracion entre educacion e
industria tecnologica puesto que, el conocimiento generado como puede ser a
través de los modelos de aprendizaje automatico es transferible a aplicaciones

industriales, potenciando el ecosistema de innovacion.

ODS 17 (Alianzas para lograr los Objetivos): La naturaleza misma de este
proyecto es una muestra de cooperacion y alianza global en pro de objetivos
compartidos. La investigacion astrondmica trasciende fronteras puesto que, el
sistema desarrollado se nutre de datos de observatorios internacionales y podria
integrarse en redes globales de alerta de objetos transitorios ejemplificando como
las alianzas cientificas multinacionales potencian los resultados. Este enfoque

multidisciplinar y colaborativo estd en linea con el ODS 17, que busca revitalizar
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la alianza mundial para el desarrollo sostenible. Cada nueva deteccion de un
evento transitorio astronémico mediante IA involucra a una cadena de actores
global: telescopios en distintos paises, cientificos que siguen la alerta, redes de
datos que difunden la informaciéon en segundos, etc. Por lo tanto, el proyecto
contribuye en la medida de lo posible a esa gran alianza internacional basada en
la ciencia abierta y la paz, donde el conocimiento del Universo es un objetivo

comun que unc a numerosas naciones.

7.0 Conclusiones y lineas futuras del proyecto
7.1 Conclusiones

En conclusion, los resultados obtenidos respaldan el uso de algoritmos de aprendizaje
automatico para la clasificacion fotométrica de eventos transitorios en la astronomia.
Puesto que, como bien se ha ido viendo a lo largo del desarrollo del modelo pertinente,
se logra identificar correctamente la mayoria de las supernovas (SN) y las variables
cataclismicas (CV) ademads de filtrar casi todos los artefactos (HPM), reconocer muchos
AGN, y aunque los blazares/flaires son mas dificiles de identificar, el modelo provee al
menos identificacion parcial de la mayoria de ellos. Esto cumple con grandes expectativas
con los objetivos planteados de construir un modelo de aprendizaje automatico capaz de
distinguir distintos tipos de objetos transitorios con datos reales y comparar varios
algoritmos.

Como se ha explicado anteriormente, en este TFG se desarroll6 un modelo de Random
Forest entrenado sobre curvas de luz del conjunto de telescopios de CRTS, del cual se
extrajo una fuente de datos que contienen datos reales y fiables, provistos por MANTRA.
Dicho modelo es capaz de alcanzar un 72% de exactitud global al clasificar seis clases
de eventos transitorios. Este modelo demuestra ser especialmente efectivo para detectar
eventos transitorios como son las supernovas y las novas con aproximadamente un 80%

de acierto, permitiendo priorizar su seguimiento en tiempo real. También resulté ser
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totalmente efectivo al rechazar falsas alarmas debidas a objetos en movimiento puesto
que fue capaz de filtrar un 98% de los eventos de HPM, limpiando el flujo de alertas de
basura. Ademas, fue capaz de clasificar la variabilidad continua como pasa con los
eventos transitorios de tipo AGN y blazares, desarrollandolo con un rendimiento
razonable, un 70% en el caso de AGN y un 35% en el caso de los blazares, dando alertas
utiles para estudios de nticleos activos en el Universo.

En el proceso, se compararon cuatro técnicas de aprendizaje automatico, encontrandose
desempefios similares pero destacando el Random Forest por encima del resto por su
equilibrio y su sencillez. Ademads, se comprobd que, si se incorporara informacion
adicional como el color o el contexto, seria la via para mejorar los casos dificiles y
seguramente el modelo seria capaz de detectar una mayor cantidad de objetos transitorios,
aun asi, con un solo filtro se logré un nivel de clasificacion significativo.

En resumen, el balance general es muy positivo ya que se ha demostrado que mediante
la aplicacion del aprendizaje automatico, se ha podido entrenar un modelo, que con tan
solo 11 caracteristicas simples extraidas de las curvas de luz ha sido capaz de alcanzar un
desempefio muy respetable en la identificacion de eventos transitorios, lo cual es
fundamental en la era moderna. También, el modelo desarrollado sienta las bases para su
uso con otras fuentes de datos y otros tipos de alertas reales como se ha podido comprobar
con el caso de ZTF o LSST. Ademas, su estructura modular facilita su adaptacion y
mejora conforme evolucione la tecnologia y se disponga de mas datos.

Por lo tanto, se podria decir que se han cumplido los objetivos propuestos ya que se
entreno un sistema de aprendizaje automatico que distingue diferentes tipos de eventos
transitorios con datos reales donde se compararon cuatro algoritmos de clasificacion
supervisada encontrando que Random Forest brinda la mejor combinacion de rendimiento
e interpretabilidad, y se demostré la escalabilidad y aplicabilidad del modelo en

escenarios de Big Data astronémico como son ZTF/LSST.

7.2 Usabilidad real con Big Data

Uno de los aspectos mas destacados de este TFG es que no se quedo en un ejercicio

teorico, sino que se plante6 desde el inicio pensando en la usabilidad real en entornos de
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datos masivos y aplicable a otros proyectos y telescopios similares. A la luz de los
resultados, se puede afirmar que el modelo es efectivamente utilizable en un contexto de
Big Data astrondémico, puesto que, por una parte, se verifico que el modelo puede procesar
decenas de miles de eventos por segundo en paralelo, lo cual cumple de sobra los
requisitos de encuestas como LSST (que demandara procesar millones por noche). Esto
demuestra que la eleccion de un algoritmo relativamente sencillo como es el Random
Forest fue acertada en términos de eficiencia.

Por otra parte, el modelo se disen¢ de forma flexible, de modo que puede integrarse como
un moédulo en “brokers” (sistema informatico que procesa grandes cantidades de datos
astronomicos, especialmente alertas sobre eventos variables, para identificar fenomenos
de interés) de alertas. Por ejemplo, proyectos como ALeRCE, Lasair o ANTARES
podrian incorporar el conjunto de “features” y el modelo creados en este TFG dentro de
su flujo, alimentandose de las alertas publicas de ZTF/LSST ya que esto aportaria una
capa extra de clasificacion a sus servicios. De hecho, después de realizar una vista muy
simple en estos proyectos, se puede observar que muchas de las “features” desarrolladas
en este proyecto se solapan con las que esos “brokers” ya emplean, lo que valida que
enfoque esta alineado con las practicas actuales, facilitando su adopcion.

En conclusion, desde el punto de vista de la usabilidad real, el modelo desarrollado en
este proyecto de fin de grado esta preparado para ser desplegado en el ecosistema de Big
Data astrondémico actual ya que representa una solucion de machine learning practica
totalmente funcional y real, ademés de ser de bajo costo computacional y facil de
mantener e interpretar. Los hallazgos descubiertos sobre su rendimiento aportan
confianza y valor de que puede ayudar efectivamente a la comunidad astrondémica a
manejar la sobreabundancia de datos transitorios, focalizando la atencion humana en los

eventos mas prometedores.

7.3 Lineas futuras del TFG

7.3.1 Deteccion de eventos transitorios en tiempo real

Mirando hacia el futuro, uno de los mayores retos serd la deteccion y clasificacion de
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objetos transitorios en tiempo real con la llegada de observatorios y proyectos ambiciosos
como el de Vera Rubin (LSST).
Este proyecto ha aportado conocimientos valiosos en esa direccion y sugiere varias lineas

de trabajo futuro para mejorar la deteccion en tiempo real:

e Incorporacion de informacion multifuente: Para mejorar las clasificaciones, se

podria complementar las caracteristicas fotométricas con datos de otras fuentes.

o Técnicas avanzadas de machine learning: Si bien el modelo usado Random
Forest funciono a la perfeccion con esta fuente de datos, seria interesante explorar
redes neuronales recurrentes o de convolucion 1D aplicadas directamente a las
series temporales, ya que cabe la posibilidad de que fuera capaz de capturar
patrones de variabilidad de manera mas Optima que Random Forest. Estos
modelos podrian elevar la sensibilidad a diferencias sutiles. Eso si, estos modelos
requieren grandes conjuntos de entrenamiento y cuidado para no introducir

Sesgos.

e Aprendizaje no supervisado para deteccion de anomalias: El modelo
desarrollado en este proyecto es supervisado puesto que hace la clasificacion en
las clases conocidas. Pero en tiempo real, seria conveniente también detectar
eventos "peculiares" que no encajan en nada previamente visto, ya que podria
tratarse de nuevos fenomenos. Incorporar un médulo de deteccion de anomalias,
por ejemplo, usando la técnica de “clustering” (técnica no supervisada que divide
un conjunto de datos en grupos (clusters) de elementos similares) en el espacio de
“features permitiria marcar eventos como "inéditos" para estudiarlos con
prioridad.

En definitiva, este proyecto demuestra que el enfoque del aprendizaje automatico es
fundamental para la deteccion de eventos transitorios en tiempo real, y traza un camino

claro para seguir mejorando.
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8.0 Glosario de términos, ilustraciones y tablas
8.1 Glosario

Evento astronémico transitorio: Fenomeno astrofisico de corta duracion o no
permanente, observable durante un intervalo de tiempo limitado. Ejemplos de eventos
transitorios incluyen explosiones de supernova, estallidos de rayos gamma, novas,
kilonovas o eventos transitorios de otros tipos que aparecen y desaparecen en escalas de
tiempo desde segundos hasta meses. Se caracterizan por cambios bruscos en el brillo u
otras propiedades detectables.

Curva de luz: Representacion de la variacion del brillo (magnitud) de un objeto
astronomico a lo largo del tiempo. Es una serie temporal de medidas de luminosidad; en
una curva de luz se pueden observar caracteristicas como maximos, minimos,
periodicidades o cambios subitos asociados a un evento transitorio o a la variabilidad de
la fuente.

Magnitud aparente: Escala logaritmica que mide el brillo observado de un objeto
astrondmico desde la Tierra. Una magnitud mas baja (incluso nimeros negativos) indica
un objeto mas brillante. La magnitud aparente se refiere al brillo tal como se ve desde el
observador, en contraste con la magnitud absoluta que normaliza a una distancia estandar.
Supernova: Explosion cataclismica que marca la muerte de ciertas estrellas. Libera
enormes cantidades de energia, aumentando el brillo de la estrella en érdenes de magnitud
por un corto periodo (semanas/meses). Las supernovas son fuentes principales de
elementos pesados en el universo y ejemplos tipicos de eventos transitorios astronémicos.
Aprendizaje automatico (Machine Learning): Rama de la inteligencia artificial que
permite a los ordenadores aprender patrones a partir de datos sin estar programados
explicitamente para una tarea especifica. Incluye algoritmos capaces de generalizar
comportamientos o predicciones basados en un conjunto de entrenamiento. Se divide en
enfoques supervisados (con etiquetas conocidas en los datos de entrenamiento), no
supervisados (descubrir estructura oculta sin etiquetas) y aprendizaje por refuerzo, entre
otros.

Caracteristica (Feature): Cada una de las variables de entrada utilizadas para entrenar
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un modelo de aprendizaje automatico. En el contexto del TFG, son propiedades derivadas
de los datos astrondmicos (por ejemplo: amplitud de la curva de luz, duracion del evento,
asimetria de la curva, etc.). Las caracteristicas relevantes y de calidad son cruciales para
el desempefio de los algoritmos, ya que describen los patrones que el modelo debe
aprender para distinguir eventos transitorios reales de ruido o clasificar tipos de eventos.
Sobreajuste (Overfitting): Problema en el entrenamiento de modelos de aprendizaje
automatico que ocurre cuando un modelo aprende demasiado bien los detalles o ruido del
conjunto de entrenamiento, perdiendo capacidad de generalizaciéon. Un modelo
sobreajustado muestra un desempefio excelente en los datos con los que se entrend, pero
fallos en datos nuevos (de validacion/prueba). Para evitar el sobreajuste se emplean
técnicas como validacidon cruzada, regularizacion, parada temprana, aumento de datos,
entre otras.

Exactitud (Accuracy): Métrica de rendimiento que indica el porcentaje de predicciones
correctas del modelo sobre el total de casos evaluados. Se calcula como (nimero de
aciertos) / (nimero total de ejemplos). La exactitud es facil de interpretar, pero puede ser
engafiosa si los datos estan desequilibrados (por ejemplo, predecir siempre la clase
mayoritaria puede dar alta exactitud, pero baja calidad real).

Precision (Precision): Me¢étrica de evaluacion para modelos de clasificacion,
especialmente en contexto binario (positivo/negativo). La precision se define como la
proporcion de ejemplos predichos como positivos que realmente son positivos. Es decir,
precision = TP / (TP + FP), donde TP son verdaderos positivos y FP falsos positivos. Una
alta precision significa que el modelo comete pocos falsos positivos (es confiable cuando
sefiala un positivo).

Exhaustividad (Recall o Sensibilidad): La exhaustividad es la fraccion de los ejemplos
positivos reales que el modelo logra recuperar o identificar correctamente. En férmula:
recall = TP / (TP + FN), donde FN son falsos negativos. Un recall alto indica que el
modelo detecta la mayoria de los positivos, aunque podria incluir mas falsos positivos.
Suele haber una compensacion entre precision y recall, por lo que se consideran
conjuntamente.

Puntuacion F1: Es la media armoénica de la precision y la exhaustividad. Se calcula como
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F1 =2 - (precision - recall) / (precision + recall). La puntuacion-F1 provee una sola
medida de equilibrio entre precision y recall; es especialmente util cuando existe un
desbalance de clases o cuando se quiere evaluar el rendimiento considerando
simultdneamente la capacidad de no producir falsos positivos ni falsos negativos en
exceso.

Asimetria (Skewness): Medida estadistica de la asimetria de una distribucion de datos.
Un “skewness” positivo indica una cola mas larga hacia valores superiores (sesgo a la
derecha, la mayoria de los datos estan en el lado bajo, pero con algunos valores muy
altos), mientras que un “skewness” negativo indica cola hacia valores menores.

Blazar: Tipo extremo de nucleo galactico activo (AGN) cuyo chorro relativista apunta
casi directamente hacia la Tierra. Se caracterizan por una emisidon muy variable en
multiples longitudes de onda (radio, dOptico, rayos gamma), con cambios rapidos e
intensos en su brillo. Son fuentes energéticas muy potentes y dificiles de distinguir por su
comportamiento erratico.

Flare Star(Estrella fulgurante): Estrellas que presentan aumentos stbitos y temporales
en su brillo debido a erupciones en su superficie, similares a las llamaradas solares, pero
mas intensas. Estos estallidos, que pueden durar desde minutos hasta horas y pueden
repetirse de forma recurrente.

Nova cataclismica (CV): Fendmeno que ocurre en sistemas donde una enana blanca
acumula materia de su compafiera estelar. Al alcanzar una masa critica, se produce una
ignicion explosiva que provoca un aumento temporal del brillo. A diferencia de las
supernovas, las novas no destruyen completamente la estrella, y pueden repetirse.

AGN (Nucleo galactico activo): Region central extremadamente energética de ciertas
galaxias, alimentada por un agujero negro supermasivo. Aunque su brillo puede parecer
constante en escalas humanas, algunos AGNs presentan variabilidad dptica apreciable, lo
que los convierte en candidatos transitorios si se observan en determinados periodos o
bandas.

HPM (High Proper Motion stars / Estrellas de alto movimiento propio): Estrellas
cercanas cuya posicion en el cielo cambia perceptiblemente a lo largo del tiempo. Aunque

no son transitorios en sentido estricto, sus desplazamientos pueden generar artefactos en

Escuela STEAM m



los catalogos de deteccion automatizada y se incluyen como una clase separada por su
firma distintiva en curvas de luz.

Enana blanca: Estrella muy densa y compacta que representa la fase final en la evolucion
de estrellas de masa baja o intermedia (como el Sol). Se forma tras el agotamiento del
combustible nuclear y la expulsion de las capas externas, dejando solo el ntcleo
colapsado. Aunque ya no genera energia, emite luz residual y tiene una masa comparable

a la del Sol concentrada en un volumen similar al de la Tierra.
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Tabla 1. Clases de objetos transitorios en la base de datos de MANTRA (CRTS) tras
filtrado inicial.

Tabla 2. Caracteristicas (“features”) extraidas de las curvas de luz y su descripcion.
Tabla 3. Comparacion de desempeiio de los modelos de clasificacion en el conjunto de
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Tabla 4. Impactos del modelo automatizado frente a los métodos tradicionales
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