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ABSTRACT 

Background: Clinical manifestations of coronavirus disease 19 (COVID-19) characteristically 

show great variability with marked differences in severity among infected individuals. Previous 

studies have associated this variability with genetic factors, including genes encoding human 

leukocyte antigens (HLA). This study investigates the relationship between HLA allelic 

variability and COVID-19 severity in Latin American populations. 

Methods: We analyzed genetic and clinical data from 4,354 COVID-19 patients from Latin 

American countries. HLA alleles were imputed using HIBAG software with a Hispanic-specific 

pre-trained model. Association analyses between HLA alleles and disease severity were 

performed using logistic regression models adjusted for demographic variables and principal 

components. 

Results: The study identified significant associations between HLA alleles and COVID-19 

severity. Four risk alleles were identified: B50:01 (OR=4.419), DQB103:19 (OR=2.945), B15:03 

(OR=2.200), and DRB115:01 (OR=2.137); and two protective alleles: DRB104:02 (OR=0.419) 

and C05:01 (OR=0.599). Demographic analysis revealed significant gender-based differences in 

disease severity, with males showing higher risk (p<2.2e-16), and age-related increased risk 

(β=0.073554, p<2e-16). The analysis also suggested potential protective effects of African and 

European ancestry components against severe COVID-19. 

Conclusions: This study provides evidence for HLA genetic associations with COVID-19 severity 

in Latin American populations, identifying both risk and protective alleles characteristic of 

these populations due to their unique genetic structure. These findings contribute to 

understanding population-specific genetic factors in COVID-19 outcomes and may help in 

developing personalized risk assessment strategies. 

 

KEYWORDS: HLA, COVID-19, genetic imputation, HIBAG, severity, Latin American population, 

risk alleles, protective alleles, genetic ancestry, demographic factors.  
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RESUMEN 

Antecedentes: Característicamente, las manifestaciones clínicas de la enfermedad por 

coronavirus 19 (COVID-19) muestran una gran variabilidad con marcadas diferencias en su 

gravedad entre individuos infectados. Esta variabilidad se ha asociado en estudios previos con 

factores genéticos, entre ellos los genes que codifican los antígenos leucocitarios humanos 

(HLA). Este estudio investiga la relación entre la variabilidad alélica HLA y la severidad de COVID-

19 en poblaciones latinoamericanas. 

Métodos: Analizamos datos genéticos y clínicos de 4.354 pacientes con COVID-19 de países 

latinoamericanos. Los alelos HLA se imputaron utilizando el software HIBAG con un modelo pre-

entrenado específico para población hispana. Los análisis de asociación entre alelos HLA y 

severidad de la enfermedad se realizaron mediante modelos de regresión logística ajustados por 

variables demográficas y componentes principales. 

Resultados: El estudio identificó asociaciones significativas entre alelos HLA y severidad de 

COVID-19. Se identificaron cuatro alelos de riesgo: B*50:01 (OR=4,419), DQB1*03:19 

(OR=2,945), B*15:03 (OR=2,200) y DRB1*15:01 (OR=2,137); y dos alelos protectores: 

DRB1*04:02 (OR=0,419) y C*05:01 (OR=0,599). El análisis demográfico reveló diferencias 

significativas en la severidad de la enfermedad según el género, mostrando los hombres mayor 

riesgo (p<2,2e-16), y un riesgo incrementado con la edad (β=0,073554, p<2e-16). El análisis 

también sugirió potenciales efectos protectores de los componentes de ancestría africana y 

europea contra COVID-19 severo. 

Conclusiones: Este estudio proporciona evidencia de asociaciones genéticas HLA con la 

severidad de COVID-19 en poblaciones latinoamericanas, identificando alelos tanto de riesgo 

como protectores característicos de estas poblaciones debido a su estructura genética propia. 

Estos hallazgos contribuyen a la comprensión de factores genéticos específicos de población en 

los resultados de COVID-19 y podrían ayudar en el desarrollo de estrategias de evaluación de 

riesgo personalizadas. 

 

PALABRAS CLAVE: HLA, COVID-19, imputación genética, HIBAG, severidad, población 

latinoamericana, alelos de riesgo, alelos protectores, ancestría genética, factores demográficos.  
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1. Introducción  

La infección por SARS-CoV-2, causante de la pandemia de enfermedad por coronavirus 19 

(COVID-19), ha evidenciado una amplia gama de manifestaciones clínicas, desde infecciones 

asintomáticas hasta neumonías graves, causando en muchos casos la muerte. La variabilidad en 

la respuesta clínica a la infección ha sido objeto de numerosos estudios, algunos de los cuales 

han señalado la influencia de factores genéticos en la severidad de la enfermedad. Entre estos 

factores, el complejo mayor de histocompatibilidad (MHC) humano, o región HLA (antígeno 

leucocitario humano) juega un papel crucial debido a su rol en la respuesta inmunitaria mediada 

por células T (Castro-Santos et al., 2023; Marchal et al., 2024). 

El sistema HLA es fundamental para la presentación de antígenos a las células T, una etapa crítica 

en la respuesta inmunitaria adaptativa. Diversas investigaciones han explorado la asociación 

entre alelos específicos de HLA y la gravedad de la COVID-19. Sin embargo, los resultados han 

sido en ocasiones contradictorios. Por ejemplo, mientras algunos estudios han identificado 

alelos HLA que confieren susceptibilidad o protección contra COVID-19 severa, otros no han 

encontrado asociaciones significativas (Marchal et al., 2024). 

En un estudio reciente, se identificaron los alelos HLA-A11:01 y HLA-C04:01 como asociados con 

formas graves de COVID-19, sugiriendo una posible predisposición genética a desarrollar 

síntomas más severos en individuos portadores de estos alelos (Castro-Santos et al., 2023). 

Contrariamente, otro estudio no encontró una asociación significativa entre alelos clásicos de 

HLA y la infección asintomática por SARS-CoV-2, lo que subraya la complejidad de la relación 

entre HLA y la respuesta clínica al virus (Marchal et al., 2024). 

La presente investigación se centra en imputar los diferentes alelos HLA a partir de datos de 

genotipado en individuos COVID-19 positivos utilizando el paquete HIBAG de Bioconductor en 

R. El objetivo es investigar si las variaciones en la distribución de los alelos HLA están asociadas 

con una predisposición a desarrollar síntomas más graves de COVID-19. Este análisis permitirá 

una comprensión más profunda de los factores genéticos que influyen en la severidad de la 

COVID-19. 

1.1. Antígeno leucocitario humano 

El sistema del antígeno leucocitario humano (HLA) es una familia de genes altamente 

polimórficos que participan en la regulación de la función inmunitaria para distinguir entre lo 

propio y lo ajeno. Las moléculas de HLA interactúan con los receptores de células T en el timo 

para modular la respuesta inmunitaria y determinar qué células se reconocen como propias y 

cuáles no (Madden et al., 2019).  

Los genes HLA se encuentran en la región más polimórfica del genoma humano, el complejo 

mayor de histocompatibilidad, que se encuentra en el cromosoma 6p21.3. Existen casi 40.000 

alelos distintos para el MHC que se encuentran estrechamente relacionados entre sí y que 

codifican para los loci, denominados “clásicos”, de clase I (HLA-A, HLA-B y HLA-C) y de clase II 

(HLA-DR, HLA-DQ y HLA-DP) (Blackwell et al., 2009; Madden et al., 2019).  

1.1.1. Clases del HLA. Estructura y función 

La región HLA contiene múltiples loci genéticos estructurados en diferentes subregiones, cada 

una con similitudes estructurales, los cuales están representados en la Figura 1. Estos loci 

codifican para un heterodímero de la superficie celular en todas las células nucleadas (HLA-I) y 
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en las células presentadoras de antígenos (Hickey et al., 2016). Su función es unir y presentar 

péptidos al sistema inmunitario, permitiendo diferrenciar entre los propio y lo ajeno. Hasta la 

fecha, en todo el mundo se han identificado alrededor de 39.627 alelos en la región de las clases 

I y II del HLA (HLA Nomenclature Committee, 2024). 

 

Figura 1: Estructura de las proteínas transmembrana HLA clase I y II (Hickey et al., 2016). 

La región de clase I es la parte más telomérica del complejo HLA y contiene tres loci “clásicos”: 

HLA-A, B y C; así como cuatro “no clásicos”: HLA-E, F, G y H (Yan et al., 2003). Mientras que los 

genes HLA de clase I “clásicos” son altamente polimórficos y tienen una capacidad de 

presentación de antígenos distintiva, los “no clásicos” son menos polimórficos y desempeñan 

diversas funciones (Naito et al., 2022). La clase II incluye los loci HLA-DP, HLA-DQ y HLA-DR. La 

expresión de estas proteínas se limita a células inmunitarias específicas, incluidas las células B, 

los macrófagos, las células dendríticas y el epitelio tímico (Madden et al., 2019).  

Las proteínas de clase I se expresan en la superficie de todas las células nucleadas y están 

compuestas por una cadena pesada transmembrana con tres dominios extracelulares, 

denominados α1, α2 y α3; y una cadena ligera de β2-microglobulina que ancla la cadena pesada 

a la membrana citoplasmática. Estas proteínas presentan los antígenos endógenos a los 

linfocitos T CD8+ (Madden et al., 2019). Las proteínas de clase II están compuestas por una 

cadena alfa con dos dominios y una cadena beta con otros dos dominios, ambas ancladas a la 

membrana plasmática. Estas proteínas se encargan de presentar los antígenos exógenos a los 

linfocitos T CD4+ (Naito et al., 2022; Madden et al., 2019). 

1.2. Proceso de imputación genética 

Desde hace tiempo se sabe que es posible inferir o predecir información genética de zonas no 

analizadas directamente utilizando únicamente un número relativamente modesto de 

marcadores genéticos por individuo (Li et al., 2009). Para ello se lleva a cabo el proceso de 

imputación de genotipos, donde se utiliza un panel de referencia de polimorfismos de 

nucleótido único (SNPs). Los SNPs son variaciones en una sola base del ADN que ocurren en 

posiciones específicas del genoma; son comunes en la población y pueden influir en 

características individuales, como la susceptibilidad a enfermedades o la respuesta a ciertos 

fármacos. A través de la imputación, se busca aumentar la cantidad de SNPs en la muestra de 

estudio, permitiendo así un análisis más amplio y preciso. La imputación puede generar un 

aumento de potencia de hasta un 10 % con respecto a la prueba de solo SNP genotipados en un 

estudio de asociación de todo el genoma (GWA) (Marchini et al., 2010). 
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El proceso de imputación de regiones genómicas utiliza el denominado “mapeo fino” para 

aumentar la posibilidad de localizar SNPs causales en relación al análisis que se esté realizando 

(Marchini et al., 2010; Naito et al., 2022). Esto es de utilidad cuando se quiere realizar un estudio 

de asociación en una región tan polimórfica y con tantas variaciones estructurales como la 

región MHC. Estas características hacen que los métodos tradicionales basados en la reacción 

en cadena de la polimerasa (PCR) y la secuenciación de próxima generación (NGS) sean tan 

laboriosos, lentos y costosos que no se podrían aplicar al mapeo fino para grandes cohortes de 

GWAS. De modo que se opta por imputar los genotipos de los alelos HLA utilizando un panel o 

modelo de referencia de HLA pre-entrenado. La imputación de HLA ha contribuido con éxito al 

mapeo fino de variantes causales de HLA para delinear la inmunopatología de diversas 

enfermedades (Naito et al., 2022). 

1.2.1. Imputación HLA con asignación de atributos: HIBAG 

La imputación de alelos HLA nos permite mapear con precisión la región MHC utilizando un 

modelo de referencia con genotipos de HLA y SNPs para predecir alelos HLA en base a la 

información de SNPs proporcionada (Figura 2) (Naito et al., 2022). 

 

Figura 2: imputación de HLA mediante un panel de referencia que contiene datos individuales de genotipos SNP e 
información sobre tipificación de HLA. En base a esta información se puede predecir información alélica de 

individuos sobre los que no se tienen sus genotipos SNP. 

Para poder imputar correctamente la complicada estructura molecular de la región MHC existen 

varios métodos de imputación como HLA*IMP:02 (software independiente), HLA*IMP:03 

(aplicación web), SNP2HLA (script de shell), HIBAG (paquete R) o DEEP*HLA (secuencia de 

comandos Python), entre otros (Naito et al., 2022). 

HIBAG es un paquete de software de última generación para imputar tipos de HLA utilizando 

datos de SNP, y se basa en un conjunto de entrenamiento de genotipos de HLA y SNP. Es un 

sistema de predicción altamente preciso, computacionalmente manejable y puede utilizarse con 

estimaciones de parámetros publicadas, eliminando la necesidad de acceder a muestras de 

entrenamiento grandes. Combina los conceptos de bagging de atributos con la deducción de 

haplotipos a partir de SNPs y tipos de HLA. El bagging de atributos es una técnica que mejora la 

precisión y estabilidad de los modelos, creando varias versiones del mismo al entrenarlos con 

muestras aleatorias del conjunto de datos original. Luego, los resultados de estos modelos se 

combinan para obtener una predicción más precisa y confiable (Figura 3) (Zheng et al., 2014). 
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Figura 3: Descripción del funcionamiento del algoritmo HIBAG para la predicción de SNPs. 

Para la imputación, se crean varios modelos o clasificadores. Cada modelo trabaja solo con una 

parte aleatoria de los SNP disponibles para predecir los tipos de HLA y la frecuencia de 

haplotipos. Al final, se obtienen las predicciones finales al combinar los resultados promedio de 

todos los modelos (Zheng et al., 2014).  

1.3. Variabilidad en la región HLA y su relación con el COVID-19 

La pandemia de COVID-19 ha tenido un profundo impacto global, con variaciones en la 

susceptibilidad, gravedad y tasas de mortalidad en diferentes regiones. Se ha visto que la 

infección por SARS-CoV-2 es heterogénea en cuanto a su presentación clínica y evolución, 

pudiendo variar desde síntomas muy leves parecidos a los de la gripe hasta el síndrome de 

dificultad respiratoria aguda asociado con el ingreso en la unidad de cuidados intensivos y una 

alta mortalidad (Amoroso et al., 2021; Hoseinnezhad et al., 2024; Marchal et al., 2024). 

La variabilidad individual en la construcción de una respuesta inmune al virus es una de las 

hipótesis que pueden justificar esta heterogeneidad fenotípica. Se sabe que el trasfondo 

genético que controla las respuestas inmunes puede afectar a la capacidad del virus para 

infectar y del huésped para defenderse. Basándonos en la experiencia con otros patógenos 

como el VHC (virus de la hepatitis C) o el VIH (virus de la inmunodeficiencia humana), es posible 

que los polimorfismos en los genes que codifican proteínas de inmunidad innata y adaptativa 

puedan ser responsables de una respuesta diferente del huésped a la infección y, por lo tanto, 

de la gravedad de la enfermedad (Amoroso et al., 2021). Si bien muchos factores genéticos 

pueden contribuir a estas variabilidades poblacionales, las variantes genéticas del HLA han 

surgido como posibles contribuyentes a los resultados de COVID-19 (Hoseinnezhad et al., 2024). 
In silico, los péptidos del SARS-CoV-2 tienen diferentes afinidades por los alelos HLA, lo que 

apoya la teoría de que la presencia de diferentes alelos HLA influyen en la evolución de la 

infección y en sus manifestaciones clínicas (Amoroso et al., 2021). 
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2. Hipótesis y Objetivos 

La hipótesis principal del presente trabajo es que la variabilidad en los alelos HLA juega un papel 

relevante en la aparición de sintomatología grave en pacientes infectados con SARS-CoV-2.  

El objetivo principal del estudio es investigar la relación entre los alelos HLA y la predisposición 

a desarrollar síntomas graves de COVID-19 en pacientes infectados, utilizando técnicas de 

imputación y análisis bioinformático y estadístico.  

 

3. Metodología 

3.1. Diseño del estudio 

Este estudio tiene un diseño observacional y transversal para imputar los alelos HLA en pacientes 

de COVID-19 utilizando datos de genotipado en formato PLINK y el paquete HIBAG de 

Bioconductor en ‘R’. Posteriormente, se analizará la asociación entre los alelos HLA y la gravedad 

de los síntomas de COVID-19. Todo el proceso y el código está descrito detalladamente en el 

repositorio público de GitHub: https://github.com/davidgarvalfer/hla-covid-analisis 

3.2. Cohorte de pacientes 

La población del estudio incluye pacientes diagnosticados con COVID-19 que se dividen 

fundamentalmente en dos grupos: aquellos que presentaron síntomas leves y aquellos que 

desarrollaron síntomas graves. Para determinar la gravedad se utilizarán datos de presencia o 

no de síntomas, hospitaliazción o no y duración, necesidad de ventilación…  

En el trabajo se incluyeron un conjunto de datos de 4354 pacientes de Colombia, Brasil y México 

fundamentalmente, aunque también hay pacientes de República Dominicana, Colombia, 

Paraguay, Bolivia, Perú, Ecuador, Honduras, Venezuela, Nicaragua, Argentina, Chile, El Salvador 

y Guatemala. Parte de esta cohorte de Latinoamérica es la utilizada en el estudio llevado a cabo 

por Almeida et al. (2024). Estos casos clínicos fueron reclutados por 13 centros participantes 

desde marzo de 2020 hasta julio de 2021. 

3.3. Recogida de datos 

Las muestras y los datos se recogieron con consentimiento informado tras la aprobación de los 

Comités de Ética y Científico de los centros participantes y por el Comité de Ética de Galicia Ref 

2020/197. El reclutamiento de pacientes del IMSS (en la Ciudad de México), fue aprobado por 

el Comité Nacional de Investigación Clínica, del Instituto Mexicano del Seguro Social, México 

(protocolo R-2020-785-082) (Almeida et al., 2024). Además, la cohorte de pacientes específica 

de Chile cuenta con una Dispensa de Uso de Consentimiento Informado (N°CECDI-02-2) 

otorgada por el Comité Ético Científico de la Universidad Autónoma de Chile (CEC-UA), siendo 

el investigador científico responsable el Dr. Roberto Díaz Peña (Anexo I). 

Se utilizó la herramienta electrónica de captura de datos REDCap, alojada en el Centro de 

Investigación Biomédica en Red (CIBER) del Instituto de Salud Carlos III (ISCIII), para recopilar y 

gestionar variables demográficas, epidemiológicas y clínicas. Los sujetos fueron diagnosticados 

de COVID-19 en función de pruebas de PCR cuantitativa, o según procedimientos clínicos o de 

laboratorio (pruebas de anticuerpos u otras pruebas microbiológicas) (Almeida et al., 2024). 

https://github.com/davidgarvalfer/hla-covid-analisis
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3.3.1. Datos genéticos 

La información genética recopilada de cada uno de los pacientes se divide en tres archivos tipo 

PLINK (.bed, .bim y .fam). 

El archivo BED se encuentra en un formato binario comprimida que almacena la información 

genotípica, conteniendo la información relacionada con la ausencia o presencia de los alelos 

para cada marcador genético. A nivel estructural se compone de una matriz donde las filas 

representan a los individuos y las columnas son los marcadores genéticos. 

El archivo BIM contiene texto con información sobre los marcadores genéticos. Se compone de 

seis columnas que indican el cromosoma, identificador del SNP, distancia genética, posición 

física y los dos alelos (alelo 1 y alelo 2). Cabe añadir que en este caso es específico para la región 

HLA ubicada en el cromosoma 6. 

Por último, el archivo FAM contiene la información fenotípica de los pacientes, incluyendo el 

sexo del individuo y los identificadores familiar, individual, paterno y materno. Este archivo es 

clave para poder vincular los datos genéticos con sus correspondientes variables clínicas. 

3.3.2. Datos clínicos 

Dentro del dataframe de datos clínicos podemos subdividir las variables en diferentes grupos. 

Las variables de resultado principal, que son aquellas que aportan descripciones cuantitativas o 

categóricas sobre aspectos asociados al resultado de la evolución de una enfermedad o al efecto 

de un tratamiento. En este caso distinguimos: 

• Severidad de COVID-19: es una variable dicotómica que categoriza a los pacientes en 

casos severos (1) y no severos (0). Para la adjudicación de un valor u otro en esta variable 

se evalúan criterios clínicos como la necesidad de ventilación artificial, necesidad de 

cuidados intensivos o complicaciones consideradas graves. Esta variable será clave para 

clasificar a los pacientes en los análisis de riesgo. 

• Hospitalización: otra variable dicotómica que indica si el paciente necesito ingresar en 

el hospital (1) o no necesito ingreso (0). 

• Asintomatología: variable dicotómica que difiere entre pacientes con COVID-19 pero 

que fueron asintomáticos (1), y aquellos que sí presentaron sintomatología (0). 

• Tiempo de hospitalización: es una variable numérica que representa el número de días 

que un paciente estuvo hospitalizado. Está relacionada con la variable binaria de 

hospitalización, ya que, si no necesitó hospitalización, no hay datos registrados sobre su 

tiempo en el hospital. 

Por otro lado, se incluyeron variables demográficas como la edad, el sexo y el país de origen. 

• La edad es una variable continua medida en años, y cabe destacar que el rango de 

edades para estos datos es de 18 a 78 años.  

• El sexo es una variable binaria codificada como “hombre/mujer” que debe ser 

transformada a valores numéricos binarios para el análisis.  

• El país de origen de cada uno de los pacientes es una variable categórica nominal que 

será importante de cara ver relaciones geográficas respecto de la severidad de la 

enfermedad. 

Por último, es importante tener en cuenta las variables relacionadas con la ancestría.  
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• Componentes principales (PC1-PC10): diez variables continuas derivadas del análisis 

genómico de cada paciente. Representan la variación genética poblacional y son 

importantes de cara al ajuste en modelos estadísticos. 

• Proporciones de ancestría: son variables continuas (0-1) que representan la proporción 

que tiene cada individuo de ancestría europea, africana y nativo-americana.  

• La estimación poblacional es una variable categórica que distingue si el paciente se 

encuentra en una población mezclada (MIXED) o con una clara predominancia nativo-

americana (NAM). Se basa en umbrales de ancestría del 80%. 

 

3.4. Software y bibliotecas 

El análisis se ejecuta en R, específicamente en la versión 4.3.2. Se utiliza por su alta capacidad 

en el manejo de conjuntos genéticos y ejecución de análisis estadísticos, además de por 

implementar una alta variedad de recursos bioinformáticos.  

Para la imputación y posterior análisis de asociación entre la variabilidad de la región HLA y la 

afección por COVID-19 se van a utilizar una serie de bibliotecas especializadas seleccionadas en 

base a su compatibilidad con los datos genéticos dimensionalmente grandes, capacidad de 

imputación de HLA utilizando datos PLINK y la capacidad de realizar y visualizar análisis 

estadísticos de forma eficiente y reproducible. 

3.4.1. Paquetes de imputación y análisis genético 

El paquete HIBAG implementa algoritmos de imputación HLA basados en aprendizaje 

automático en base a la información de los SNPs, como se explicó anteriormente. Tras la 

imputación, genera estimaciones de probabilidad posterior para sus predicciones. Para facilitar 

el procesamiento y manejo de los datos genéticos se utiliza data.table. 

3.4.2. Paquetes de análisis estadístico 

El análisis estadístico se realizó mediante un conjunto de paquetes especializados en estadística 

en R: 

• pROC evalúa y compara el rendimiento de los modelos predictivos mediante curvas ROC 

y el cálculo de áreas bajo la curva (AUC). Es un sistema de puntuación que nos ayuda a 

saber qué tan bueno es nuestro modelo para hacer predicciones.  

• qvalue se encarga del control de falsos descubrimientos (FDR) y el ajuste de valores p 

para múltiples comparaciones. Este paquete se suele utilizar cuando se hacen muchas 

pruebas estadísticas a la vez (en este caso, las pruebas múltiples de alelos HLA), ya que 

en estos casos aumenta la probabilidad de encontrar resultados significativos por 

casualidad. De modo que actúa como filtro para distinguir qué resultados son realmente 

importantes y cuáles podrían ser falsos positivos. 

• glmnet facilita la implementación de técnicas de regresión regularizada (LASSO, Ridge y 

Elastic Net) con capacidad de selección automática de variables. Se utiliza cuando 

existen muchas variables posibles (edad, sexo, alelos HLA…), ayudando a seleccionar 

cuáles son realmente importantes para la predicción y descartar las que no son 

relevantes. 

• MASS proporciona herramientas avanzadas para el análisis estadístico, incluyendo 

métodos de regresión robusta y análisis de multivariables. Es especialmente útil cuando 
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los datos no son perfectos o tienen "ruido", ya que incluye métodos que son más 

resistentes a estos problemas. 

• El paquete caret se utiliza para el entrenamiento y validación de modelos, 

implementando validación cruzada y estandarizando las comparaciones entre modelos. 

Actúa dividiendo los datos en grupos para entrenar y probar el modelo (validación 

cruzada), y nos ayuda a comparar diferentes modelos de manera justa 

• Por último, brglm2 se emplea para realizar regresiones logísticas con reducción de 

sesgo, especialmente útil en casos de separación completa, proporcionando 

estimaciones más robustas y fiables. Es decir, cuando los datos muestran patrones 

demasiado perfectos, nos da resultados más conservadores, pero más fiables. 

 

3.4.3. Paquetes de visualización 

La visualización de los resultados se implementó mediante un conjunto integrado de paquetes 

de R especializados en representación gráfica: ggplot2 actúa como el motor principal de la 

visualización, proporcionando un sistema completo basado en la "gramática de gráficos", 

permitiendo construir visualizaciones básicas, pero también gráficos complejos con varios tipos 

de información. corrplot se utiliza específicamente para la visualización de matrices de 

correlación, facilitando la identificación de patrones y asociaciones entre alelos HLA y variables 

clínicas. gridExtra permite combinar múltiples gráficos en presentaciones coherentes y 

optimizadas, siendo útil para comparar resultados entre diferentes loci HLA. Por último, ggrepel 

optimiza la legibilidad de los gráficos mediante un sistema inteligente de colocación de 

etiquetas. 

 

3.5. Imputación de alelos HLA mediante HIBAG 

3.5.1. Preparación del modelo de imputación y datos genéticos 

El modelo pre-entrenado que se utiliza es “Human660W-Hispanic-HLA4-hg19”. Se basa en la 

plataforma Human660W y está optimizado para la región HLA del genoma hg19, incluyendo 

información clave sobre patrones de desequilibrio de ligamiento que mejoran la precisión de la 

imputación. 

Los datos genéticos en archivo PLINK (BED para los datos binarios de genotipos; BIM para la 

información de marcadores y FAM para la información de muestras) requieren de una 

verificación de su calidad, por lo que se hace un control de missing data (NA), se verifica la 

consistencia de los SNPs y se comprueban los formatos de entrada. 

3.5.2. Proceso de imputación por locus 

El procedimiento de imputación se realiza para cada uno de los loci HLA analizados, abarcando 

tanto los de clase I (A, B, C) como los de clase II (DRB1, DQA1, DQB1, DPA1, DPB1). Sin embargo, 

hay que tener en cuenta que para DPA1 no hay datos en el modelo, por lo que no se podrá 

analizar. Cada locus fue procesado individualmente, considerando sus características específicas 

y su relevancia funcional (Tabla 1).  
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Tabla 1: Código en R para la preparación del modelo y los datos genéticos; además de para ejecutar la imputación. 

for(locus in hla_loci) { 
    # Obtención del modelo específico 
    model <- hlaModelFromObj(model.list[[locus]]) 
     
    # Preparación de datos 
    sample_ids <- yourgeno$sample.id 
    clinical_matched <- datos_clinicos[match(sample_ids, datos_clinicos$id),] 
     
    # Procesamiento de covariables 
    covariates <- prepareCovariates(clinical_matched) 
     
    # Imputación 
    pred.guess <- predict(model, yourgeno,  
                         type = "response+prob", 
                         covariates = covariates) 
} 

 

El control de calidad basado en las probabilidades posteriores tras la imputación se categoriza 

en tres niveles de confianza: 

• Baja confianza (< 0,5): estas predicciones son consideradas poco fiables al estar por 

debajo del 50% en cuanto a la probabilidad posterior. En muchos casos, estas 

predicciones podrían ser excluidas del análisis final para evitar introducir ruido en los 

resultados.  

• Media confianza (0,5-0,75): estas predicciones son aceptables, aunque se deben 

interpretar cuidadosamente.  

• Alta confianza (> 0,75): estas son nuestras predicciones de más alta fiabilidad. 

Representan aquellos casos en que la probabilidad de que el alelo imputado es correcto 

es del más del 75%. 

Finalmente se generan unas métricas de calidad como la tasa de éxito, que calcula qué 

porcentaje de las predicciones alcanzan cada nivel de confianza. Para ver la distribución de 

probabilidades se generan histogramas agrupados por frecuencias que muestran como se 

distribuyen las predicciones según sus probabilidades posteriores para cada uno de los locus.  

3.6. Análisis estadístico HLA-COVID 

Tras la imputación, se realizan los análisis de asociación entre los datos genéticos de la 

imputación HLA y los datos clínicos de cada paciente. De modo que se evalúa estadísticamente 

si existe una relación directa entre la variabilidad alélica de los individuos y la predisposición a 

padecer COVID-19 de una forma más severa.  

3.7. Análisis de asociación sin ajuste 

En primer lugar, se hace un análisis de asociación sin ajustar los datos en base a otras variables 

que podrían ser relevantes; con el objetivo de ver si se aprecian diferencias significativas tras el 

ajuste en base a dichas variables. 

Para este análisis se utiliza el test de Fisher para evaluar la asociación entre cada alelo HLA y la 

severidad de la enfermedad COVID-19 mediante tablas de contingencia (Tabla 2). Estas tablas 

de contingencia organizan los datos en filas (presencia o ausencia del alelo) y columnas 

(severidad o no severidad), y el test proporciona un valor p que indica el valor de significancia 

para las asociaciones. 
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Tabla 2: Ejecución del test de Fisher en el software R. 

fisher_test <- function(datos_filtrados, allele_col) { 
 
     freq_table <- table(datos_filtrados[[allele_col]], 
                         datos_filtrados$R_SEV4) 
 
     test <- fisher.test(freq_table) 
 
     return(test) 
 
} 

 

Además, se aplican varias pruebas de corrección como el método de Bonferroni, por el cual se 

ajusta el nivel de significancia en base al número total de alelos. También se aplica el FDR para 

controlar la proporción de falsos positivos. Y, finalmente, se ajusta la significación en base a las 

estas pruebas realizadas, de modo que: p-valor < 0.05/n, donde n es igual al número de pruebas 

realizadas. 

3.7.1. Análisis de asociación: odds ratios 

Para evaluar la asociación entre la variabilidad HLA y la severidad COVID-19 se utiliza el odds 

ratio (OR). Es una medida de asociación estadística que cuantifica la fuerza y relación entre dos 

variables binarias. Compara dos grupos diferentes evalúa la probabilidad de que un determinado 

evento ocurra o no ocurra.  

Para calcular los valores de OR para cada alelo se sigue la fórmula: OR = (a × d) / (b × c), donde 

a son los casos severos con el alelo; b son los casos no severos con el alelo; c son los casos 

severos sin el alelo; y d son los casos no severos sin el alelo. Si OR = 1, no existe asociación entre 

las variables. Si OR > 1 la asociación sería positiva y podríamos estar hablando de un factor de 

riesgo. Por último, si OR < 1 indica una asociación negativa y podría tratarse de un factor 

protector.  

Es importante destacar que se aplican intervalos de confianza (IC) del 95% a estos valores que 

proporcionan información sobre la precisión de los OR. Un IC estrecho conlleva una mayor 

precisión y una estimación confiable, mientras que un IC amplio muestra una menor precisión y 

confiabilidad. En base a esto, se estima que si el IC incluye el OR = 1 se entiende que la asociación 

no es estadísticamente significativa, mientras que si no lo incluye sí será una asociación 

significativa. 

Este método permite comparar entre diferentes factores de riesgo y, además, se puede ajustar 

fácilmente por variables confusoras mediante regresión logística, aspecto a tener en cuenta de 

cara a hacer un posterior análisis ajustado. 

  

3.8. Análisis de asociación ajustado 

Para evaluar más rigurosamente la asociación entre los alelos HLA y la severidad de COVID-19 

en los pacientes se hace también un análisis de asociación, pero en este caso de ajusta mediante 

regresión logística multivariable. Esto permite controlar el efecto de posibles factores de 

confusión en la asociación de los alelos HLA frente a un fenotipo de severidad de COVID-19. En 

este trabajo se hace un ajuste en base a las variables de edad, sexo y las diez componentes 
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principales presentes en los datos clínicos, agrupando así la estructura poblacional en relación a 

los datos.  

3.8.1. Componentes del modelo de regresión logística 

En primer lugar, vamos a tener una serie de variables independientes que se van a incluir en el 

modelo: la edad, el sexo y las componentes principales. Mediante estas variables se realiza un 

ajuste por factores que podrían afectar a las predicciones de asociación. Además, la variable 

dependiente en nuestro caso será la severidad de COVID-19, codificada de forma binaria para 

casos severos (1) y no severos (0). 

3.8.2. Modelo de regresión logística 

En la fórmula del modelo de regresión logística se especifica la relación entre la variable 

dependiente de interés (severidad de COVID-19) y las variables independientes. De este modo, 

se analiza cada alelo HLA por separado, ajustando de forma sistemática las variables de edad, 

sexo y las componentes principales (Tabla 3). 

Tabla 3: Función para la fórmula y ajuste del modelo de regresión logística. 

 
analyze_allele_adjusted <- function(datos, alelo) { 
    # Fórmula del modelo 
    formula <- as.formula(paste("R_SEV4 ~", alelo,  
                              "+ edad_scaled + sexo_num + ", 
                              paste(paste0("PC", 1:10, "_scaled"),  
                                    collapse = " + "))) 
     
    # Ajuste del modelo 
    modelo <- glm(formula,  
                 family = binomial(link = "logit"), 
                 data = datos) 
     
    return(modelo) 
} 

 

Este modelo sigue los principios de la regresión logística binaria, puesto que se quiere predecir 

un resultado para dos posibles valores, en este caso asociados a la severidad (severo/no severo). 

Para ello se utiliza la función de enlace “logit” como transformador matemático que mantiene 

los valores de las predicciones en base a las tres variables independientes entre 0 y 1. 

 

3.8.3. Cálculo de OR ajustados 

De un modo similar a como se procedió para el análisis sin ajuste mediante variables 

independientes, se calculan los OR ajustados con sus correspondientes intervalos de confianza 

(Tabla 4). La interpretación de valores significativos se lleva a cabo con los mismos criterios 

estadísticos.  

Tabla 4: Código en R para el cálculo de los OR ajustados con sus respectivos IC 95%. 

calculate_adjusted_OR <- function(modelo) { 
    # Extraer coeficientes 
    coef <- summary(modelo)$coefficients 
     
    # Calcular OR e IC95% 
    OR <- exp(coef[2,1])  # Coeficiente del alelo 
    IC_lower <- exp(coef[2,1] - 1.96*coef[2,2]) 
    IC_upper <- exp(coef[2,1] + 1.96*coef[2,2]) 
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    p_valor <- coef[2,4] 
     
    return(list(or = or, 
                IC_lower = IC_lower, 
                IC_upper = IC_upper, 
                p_valor = p_valor)) 
} 

 

3.8.4. Control de calidad del modelo 

En primer lugar, se hace un análisis de residuos para comprobar las predicciones del modelo de 

asociación HLA-COVID. De modo que se buscan valores que se alejen del patrón esperado de 

residuos, detectando anomalías que indiquen una relación incorrecta entre los alelos HLA y la 

severidad de COVID-19. También se hace un análisis de Leverage para identificar combinaciones 

inusuales de alelos o características de cada paciente; y un análisis de valores influyentes 

mediante la distancia de Cook, con el objetivo de identificar aquellos casos que afectan a las 

conclusiones del estudio utilizando las características del individuo (como Leverage) y el 

resultado (severidad COVID). Por último, se evalúa globalmente el modelo mediante el test de 

bondad de ajuste Hosmer-Lemeshow. La ejecución de estos controles post-análisis se aprecia 

en la Tabla 5. 

Tabla 5: Código en R para ejecutar el control de calidad del modelo tras la realización del análisis de asociación. 

check_model_diagnostics <- function(modelo) { 
    # Residuos 
    residuos <- residuals(modelo, type = "deviance") 
     
    # Valores influyentes 
    cook_dist <- cooks.distance(modelo) 
     
    # Leverage 
    leverage <- hatvalues(modelo) 
     
    # Test de bondad de ajuste 
    hoslem_test <- hoslem.test(modelo$y, fitted(modelo)) 
     
    return(list(residuos = residuos, 
                cook = cook_dist, 
                leverage = leverage, 
                hoslem = hoslem_test)) 
} 

 

3.9. Análisis Multivariable de Variables Clínicas 

Se realiza un análisis multivariable para examinar las correlaciones entre las tres principales 

variables clínicas (severidad, hospitalización y estado asintomático), ajustando por los mismos 

factores de confusión (edad, sexo y componentes principales). 

Para ello se implementan tres modelos de regresión logística que se ejecutan de forma paralela 

(Tabla 6). Por lo que se calculan, para cada alelo, las probabilidades ajustadas para severidad, 

hospitalización y asintomatología. 

Tabla 6: Modelos de regresión logística para análisis multivariable 

# Modelo para severidad 
modelo_sev <- glm(R_SEV4 ~ sexo_num + edad_scaled + PC1_scaled + ... + 
PC10_scaled, 
                 family = binomial) 
 
# Modelo para hospitalización 
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modelo_hosp <- glm(R_HOSP ~ sexo_num + edad_scaled + PC1_scaled + ... + 
PC10_scaled, 
                  family = binomial) 
 
# Modelo para estado asintomático 
modelo_asint <- glm(ASINT ~ sexo_num + edad_scaled + PC1_scaled + ... + 
PC10_scaled, 
                   family = binomial) 

 

Para el análisis estadístico se calculan las matrices de correlación para cada binomio de variables: 

severidad-hospitalización, severidad-asintomatología y hospitalización-asintomatología. Al igual 

que en análisis anteriores, se verifica la normalidad de las probabilidades y se detectan valores 

atípicos. 

Este análisis multivariable permite una evaluación más precisa de las relaciones existentes entre 

las diferentes variables clínicas de COVID-19, debidamente ajustadas por factores demográficos 

y ancestrales potencialmente confusores. 

 

4. Resultados 

4.1. Imputación de HLA mediante HIBAG 

La imputación de alelos HLA representa un desafío en genética de poblaciones, sobre todo si lo 

aplicamos en poblaciones con ancestría mixta como las latinoamericanas. Los resultados 

obtenidos en este trabajo muestran una clara variabilidad en los porcentajes de confianza para 

los loci analizado (Tabla 6), reflejando tanto la complejidad del sistema HLA como las 

particularidades de la estructura genética de la población objeto de estudio. 

Tabla 7: Porcentaje de confianza en las predicciones para cada uno de los loci HLA. 

 Porcentaje de confianza en las predicciones (%) 

< 50% 50-75% > 75% 

HLA-A 18,93 24,89 56,19 

HLA-B 69,07 16,61 14,33 

HLA-C 15,09 22,19 62,72 

HLA-DPB1 28,59 30,11 41,31 

HLA-DQA1 33,03 38,43 28,54 

HLA-DQB1 26,47 35,30 38,22 

HLA-DRB1 69,64 18,42 11,94 

 

HLA-C muestra el mejor rendimiento, con un 62,72% de las predicciones por encima del 75% de 

confianza; seguido de HLA-A, con un 56,19%. Por otro lado, HLA-B y HLA-DRB1 presentan los 

niveles más bajos de predicciones de alta confianza (14,33% y 11,94% respectivamente), además 

de unos valores significativamente altos en el intervalo de bajas confianza (69,07% y 69,64%, 

respectivamente). Los loci restantes (DQA1, DQB1 y DPB1) muestran un rendimiento intermedio 

en sus predicciones, teniendo un reparto muy similar entre los tres niveles de confianza. 

Podemos destacar DPB1, que tiene el 41,31% de sus predicciones de alta confianza. 
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4.2. Análisis de severidad: variables demográficas 

El análisis de los factores demográficos en relación con la severidad de la enfermedad reveló 

asociaciones significativas tanto para la edad como para el sexo, así como una relación 

importante entre ambas variables. 

El sexo parece tener una fuerte influencia en la severidad de la enfermedad, con diferencias 

significativas entre hombres y mujeres (p < 2,2e-16). Los hombres presentaron una proporción 

considerablemente mayor de casos severos, en torno al 30%, mientras que en las mujeres se 

redujo al 10%. El OR de 0,3564 (IC 95%: 0,3008 - 0,4216) indica un efecto protector en mujeres, 

presentando, aproximadamente, una tercera parte del riesgo del fenotipo severo en 

comparación con los hombres. 

La edad muestra una relación positiva y significativa con la severidad de la enfermedad, que se 

refleja en el modelo de regresión logística (β = 0,073554 y p < 2e-16). Por cada año de edad que 

se incrementa, se observa un aumento en la expresión logarítmica del OR para la severidad, lo 

que parece indicar un aumento exponencial del riesgo a medida que pasan los años.  

El análisis combinado de edad y sexo muestra patrones más complejos que los efectos 

individuales. Ambas variables no solo tienen efectos independientes, sino que también 

interactúan de manera significativa (β = 0,025394 y p = 0,000175). El efecto protector del sexo 

femenino (β = -2,405688 y p = 3,91e-10) se mantiene significativo incluso después de ajustar por 

edad, mientras que el efecto de la edad continúa siendo positivo y significativo (β = 0,062665 y 

p < 2e-16). 

Al graficar los resultados por grupos de edad se pueden observar patrones de interacción entre 

ambas variables (Figura 4). En el grupo de 0-20 años, las diferencias entre sexos son mínimas. 

Esta diferencia empieza a aumentar en el rango de 21-40 años, llegando a su máxima expresión 

en el grupo de 61-80 años. A partir de los 80 años se ve una diferencia menor, primando la edad 

como factor determinante por encima edl sexo.  

 

Figura 4: Gráfico de proporción de casos severos respecto del sexo y la edad de los individuos. 

Un factor determinante que afecta a la precisión de la imputación en poblaciones 

latinoamericanas es su compleja estructura poblacional. Como muestran Arrieta-Bolaños et al. 

(2012), las poblaciones latinoamericanas presentan tres patrones principales de mezcla en 

relación a la ancestría: un componente amerindio o nativoamericano, un componente caucásico 
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o europeo y otro componente africano. Esta heterogeneidad genética impacta directamente en 

la precisión de la imputación y puede ser crucial de cara a análisis de asociación como el que ha 

realizado el presente trabajo. 

Los datos utilizados en este estudio describen porcentajes de ancestría para las tres 

componentes ya mencionadas asociadas a cada paciente. Con el objetivo de comprobar si sería 

importante tener en cuenta estas variables para el estudio de asociación por COVID, se ha hecho 

un breve análisis de relación entre las componentes de ancestría y la severidad a COVID-19.  

En la Figura 5 se puede ver un claro efecto protector del porcentaje de ancestría africana y 

europea, siendo más claro en el primer caso. Parece apreciarse que cuanto más porcentaje de 

ancestría europea o africana presenta un individuo, menor es la probabilidad de que desarrolle 

un cuadro grave de COVID-19. 

Por otro lado, la Figura 6 muestra un claro efecto de riesgo para aquellos individuos que tienen 

un mayor porcentaje de ancestría nativoamericana. 

 

 

Figura 6: Proporción de casos severos de COVID-19 en relación al porcentaje de ancestría nativa americana. 

Figura 5: Proporción de casos severos de COVID-19 en relación al porcentaje de ancestría africana y europea. 
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4.3. Análisis de asociación HLA-COVID 

4.3.1. Estudio de los alelos HLA con la severidad de COVID-19 

En el análisis de asociación entre la variabilidad alélica y la severidad de COVID-19 se han 

identificado una serie de alelos para cada locus HLA que parecen representar un factor de riesgo 

o protección para los individuos. Para este estudio se ha tomado como límite para la significación 

p < 0,5; y un OR > 1 para llegar a considerar como riesgo u OR < 1 para considerarlo como alelo 

protector. 

Para HLA-A se han analizado 18 alelos distintos, siendo los más frecuentes: A*02:01, A*24:02 y 

A*01:01. Al comparar los resultados antes y después del ajuste por variables independientes 

(sexo, edad y PCs), dos alelos han pasado de ser factores significativos de riesgo a no 

significativos. Es el caso del alelo A*02:06, que ha cambiado de riesgo (OR = 3,430 y p = 0,0004) 

a no significativo (OR = 1,408 y p = 0,3957); y del alelo A*31:01, que ha cambiado también de 

riesgo (OR = 1,777 y p = 0,0167) a no significativo (OR = 1,650 y p = 0,0605) (Anexo II).  

Para la región HLA-B se han analizado 42 alelos diferentes, con una mayor frecuencia para los 

alelos B*07:02, B*44:02 y B*08:01. En este caso se han encontrado dos asociaciones 

significativas relacionadas con el riesgo a desarrollar sintomatología severa de COVID-19. Los 

alelos asociados a este riesgo son: B*15:03 (OR = 2,200 y p = 0,0103) y B*50:01 (OR = 4,419 y p 

= 0,0097). Antes del ajuste estos alelos no se habían identificado como factor de riesgo (OR = 

1,583 y p = 0,0800; OR = 1,831 y p = 0,2474); y, además, se habían identificado otros alelos como 

significativos protectores o de riesgo: B*15:15 (de OR = 3,541 y p = 0,0114 a OR = 0,790 y p = 

0,6686), B*15:16 (de OR = 2,653 y p = 0,0443 a OR = 1,557 y p = 0,4271), B*40:02 (de OR = 1,475 

y p = 0,0382 a OR = 1,476 y p = 0,0673) y B*48:01 (de OR = 2,141 y p = 0,0213 a OR = 1,345 y p = 

0,4334) (Anexo III). 

En la región HLA-C se han analizado 20 alelos en total, siendo los más frecuentes: C*07:01, 

C*07:02 y C*04:01. Se ha encontrado que el alelo C*05:01 (OR = 0,599 y p = 0,0317) se asocia 

de manera significativa como factor protector para la severidad de COVID-19. Es además 

destacable que este alelo, antes del ajuste, no era significativo (OR = 0,718 y p = 0,1118); al 

contrario de como ocurre con los alelos no significativos que sí lo eran previo al ajuste: C*01:02 

ha perdido significación de riesgo (de OR = 1,333 y p = 0,0149 a OR = 1,207 y p = 0,1741) y 

C*08:02 ha perdido efecto protector (de OR = 0,503 y p = 0,0422 a OR = 0,593 y p = 0,1723) 

(Anexo IV). 

Pasando a los loci de clase II, para HLA-DPB1 se han analizado 13 alelos, con mayor frecuencia 

para los alelos DPB1*04:01, DPB1*04:02 y DPB1*02:01. El alelo DPB1*04:02 había mostrado un 

efecto de riesgo significativo antes del ajuste (OR = 1,251 y p = 0,0277), pero perdió al hacer el 

análisis ajustado (OR = 0,987 y p = 0,9126) (Anexo V). 

Para la región HLA-DQA1 se analizaron también 13 alelos distintos, siendo los más frecuentes: 

DQA1*01:02, DQA1*05:01 y DQA1*01:01. En cuanto a la asociación con la severidad de COVID-

19, el alelo DQA1*05:03 pasó a ser no un factor de riesgo significativo (OR = 1,601 y p = 0,0333) 

a ser no significativo (OR = 1,068 y p = 0,7895) (Anexo VI). 

Se analizaron 13 alelos para HLA-DQB1, con más frecuencia para los alelos DQB1*03:01, 

DQB1*02:01 y DQB1*05:01. En este caso se ha encontrado un alelo con una asociación 

significativa de riesgo: DQB1*03:19 (OR = 2,945 y p = 0,0348) (Anexo VII). 
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Por último, se analizaron 28 alelos de la región HLA-DRB1, con mayores frecuencias en los alelos 

DRB1*07:01, DRB1*13:01 y DRB1*15:01. Tras el ajuste se perdió el efecto de riesgo significativo 

para los alelos DRB1*08:02 (de OR = 1,390 y p = 0,0222 a OR = 1,070 y p = 0,6929), DRB1*14:02 

(de OR = 1,763 y p = 0,0149 a OR = 1,440 y p = 0,1674) y DRB1*14:06 (de OR = 3,947 y p = 0,0346 

a OR = 1,506 y p = 0,5679); y el factor protector del alelo DRB1*11:01 (de OR = 0.537 y p = 0,0197 

a OR = 0,566 y p = 0,0615). Sin embargo, dos alelos que no tenían asociaciones significativas tras 

el ajuste, pasaron a presentar un efecto protector y de riesgo, respectivamente: DRB1*04:02 

(OR = 0,419 y p = 0,0202) y DRB1*15:01 (OR = 2,137 y p = 0,0360) (Anexo VIII). 

En definitiva, el análisis ajustado por variables demográficas y componentes principales mostró 

seis asociaciones significativas entre alelos HLA y la severidad de COVID-19, con un predominio 

de alelos de riesgo sobre protectores. Entre los alelos de riesgo, B*50:01 obtuvo un valor de 

asociación más fuerte (OR = 4,419), seguido por DQB1*03:19 (OR = 2,945), B*15:03 (OR = 2,200) 

y DRB1*15:01 (OR = 2,137). Por otro lado, se identificaron dos alelos protectores: DRB1*04:02 

(OR = 0,419) y C*05:01 (OR = 0,599), que se asociaron con una reducción significativa en el riesgo 

de severidad. 

4.3.2. Análisis de correlación multivariable  

Tras analizar la relación entre la severidad de COVID-19 y la variabilidad alélica HLA, también se 

puede visualizar la asociación con las variables clínicas de hospitalización y asintomatología. 

En el caso de los genes HLA de clase I, el locus HLA-A muestra una correlación positiva entre la 

proporción de casos severos y hospitalizados (Figura 7). El alelo A*02:01, siendo el más 

frecuente en la población estudiada, presenta una proporción media de casos severos y 

hospitalizados. Destacamos el alelo A*02:06, que, aunque perdió su significación estadística tras 

el ajuste (pasando de OR = 3,430, p=0.0004 a OR = 1,408 y p = 0,3957), muestra una alta 

proporción de casos severos y hospitalizados en el análisis de correlación. Del mismo modo, 

A*31:01 parece mantener una correlación positiva entre severidad y hospitalización. 

 

Figura 7: Gráfico de correlación de las variables clínicas severidad, hospitalización y asintomatología, en relación a 
los alelos HLA-A. 
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El locus HLA-B presenta la mayor variabilidad en las correlaciones observadas (Figura 8). Los 

alelos B*15:03 y B*50:01, clasificados estadísticamente como alelos de riesgo (OR = 2,200ç y p 

= 0,0103 y OR = 4,419 y p = 0,0097; respectivamente), muestran una elevada proporción de 

casos severos y de hospitalizados. Además, estos alelos presentan una menor proporción de 

casos asintomáticos.  

 

Figura 8: Gráfico de correlación de las variables clínicas severidad, hospitalización y asintomatología, en relación a 
los alelos HLA-B. 

En cuanto a HLA-C, se observa una tendencia en la correlación positiva entre severidad y 

hospitalización (Figura 9). El alelo C*05:01, identificado como protector (OR = 0,599 y p = 

0,0317), muestra una baja proporción de casos severos y hospitalizados.  

 

Figura 9: Gráfico de correlación de las variables clínicas severidad, hospitalización y asintomatología, en relación a 
los alelos HLA-C. 
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Los genes HLA de clase II muestran correlaciones más fuertes y consistentes que los de clase I. 

HLA-DPB1 muestra un patrón de correlación donde los alelos más frecuentes presentan 

proporciones moderadas de severidad y hospitalización, con una correlación positiva más fuerte 

que la observada en los genes de clase I (Figura 10). 

 

Figura 10: Gráfico de correlación de las variables clínicas severidad, hospitalización y asintomatología, en relación a 
los alelos HLA-DPB1. 

El locus HLA-DQA1 presenta una correlación más clara entre severidad y hospitalización (Figura 

11). Destacamos el alelo DQA1*05:03, que, aunque perdió su significación estadística tras el 

ajuste, mantiene una proporción moderada-alta de casos severos. Se observa además una 

relación inversa entre la proporción de asintomáticos y la severidad de la enfermedad. 

 

Figura 11: Gráfico de correlación de las variables clínicas severidad, hospitalización y asintomatología, en relación a 
los alelos HLA-DQA1. 
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En HLA-DQB1 destaca el alelo DQB1*03:19, identificado como de riesgo tras el ajuste (OR = 

2.945 y p = 0.0348), mostrando una alta proporción de casos severos y hospitalizados (Figura 

12). Sin embargo, la correlación general en este locus es más débil que en otros, lo que es 

concuerda con su test de independencia no significativo (p = 0.3281). 

 

Figura 12: Gráfico de correlación de las variables clínicas severidad, hospitalización y asintomatología, en relación a 
los alelos HLA-DQB1. 

Por último, el locus HLA-DRB1 muestra los patrones más claros de correlación (Figura 13). El 

alelo DRB1*04:02, identificado como protector (OR = 0,419 y p = 0,0202), presenta una baja 

proporción de casos severos y hospitalizados. Mientras que, en contraposición, el alelo 

DRB1*15:01, identificado como de riesgo (OR = 2,137 y p = 0,0360), muestra una fuerte 

correlación positiva entre severidad y hospitalización. Además, en general este locus presenta 

la correlación más clara entre la proporción de casos asintomáticos y los niveles de severidad y 

hospitalización. 

 

Figura 13: Gráfico de correlación de las variables clínicas severidad, hospitalización y asintomatología, en relación a 
los alelos HLA-DRB1. 
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5. Discusión 

5.1. Imputación de HLA mediante HIBAG 

5.1.1. Genes HLA de clase I 

HLA-A muestra una confianza considerablemente alta (56,19%) que se puede apreciar en la 

Figura 14, lo cual concuerda con estudios previos que describen una menor diversidad alélica en 

este locus comparado con HLA-B y HLA-C (Robinson et al., 2020).  

Este mejor rendimiento en las predicciones también se debe a regiones flanqueantes mejor 

conservadas y patrones de desequilibrio de ligamiento más estables (Zheng et al., 2014). Otro 

aspecto importante descrito por Degenhardt et al. (2019) es que HLA-A un mayor número de 

SNPs marcadores para las predicciones, proporcionando una base firme de cara a la imputación. 

Por otro lado, en poblaciones con componente asiático, alelos específicos como A*02:01 y 

A*02:03, pueden presentar problemas para generar buenos resultados de imputación (Dilthey 

et al., 2013). 

 

Figura 14: Distribución de probabilidades posteriores de imputación de la región HLA-A. 

HLA-B presenta el menor valor de alta confianza de imputación (14,33%) entre los genes de clase 

I (Figura 15). Esto era un hecho esperable de acuerdo con el trabajo de Robinson et al. (2020), 

que describe a HLA-B como el locus más polimórfico del sistema HLA, con más de 7,000 alelos 

descritos. Este rendimiento tan bajo en las predicciones es debido a una alta tasa de 

recombinación, posiblemente ocasionada por la variabilidad en la ancestría en los diferentes 

países, resultando todo ello en patrones de desequilibrio de ligamiento más complejo y que 

dependerá de cada país. En definitiva, los resultados de este trabajo concuerdan con estudios 

similares que demuestran, cada vez más, una menor precisión de imputación para HLA-B en 

diversas poblaciones y que se necesitan paneles de referencia adecuados (Zhou et al., 2016). 



Máster Universitario en Bioinformática 
Autor: David García Valentín-Fernández  

Tutor: Roberto Díaz Peña 
Curso:2023-2024 

 

28 
 

 

Figura 15: Distribución de probabilidades posteriores de imputación de la región HLA-B. 

HLA-C muestra el valor más alto de confianza de imputación (62,72%) entre los genes de clase I 

(Figura 16). Esto se debe a su menor diversidad alélica en comparación con HLA-B, además de 

un fuerte desequilibrio de ligamiento. Cabe añadir que esta región genómica es más estable 

evolutivamente, lo que facilita la identificación de SNPs informativos y facilita su imputación 

incluso en poblaciones mezcladas (Dilthey et al., 2013; Karnes et al.,2017). 

 

Figura 16: Distribución de probabilidades posteriores de imputación de la región HLA-A. 

 

5.1.2. Genes HLA de clase II 

HLA-DRB1 presenta un porcentaje bajo de predicciones de alta confianza (11,94%), como se 

aprecia en la Figura 17. Este hecho se explica por su alto polimorfismo, como ocurre con HLA-B, 

y la compleja estructura de la región DR, que incluye múltiples pseudogenes. Específicamente 

está descrito en estudios como el de Degenhardt et al. (2019) que la imputación de DRB1 se 

dificulta con los alelos DRB1*04:03/04:04 y DRB1*11:01/11:04. Este efecto se ve incrementado 

en poblaciones latinoamericanas debido a patrones de desequilibrio de ligamiento complejos 
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que dependen del país de origen, lo que conllevará un porcentaje de ancestría diferente (Okada 

et al., 2015). 

 

Figura 17: Distribución de probabilidades posteriores de imputación de la región HLA-DRB1. 

Los genes HLA-DQA1 y DQB1 muestran unos valores intermedios para las predicciones de alta 

confianza: 28,54% y 38,22%, respectivamente (Figura 18 y 19). Ambos loci presentan un fuerte 

desequilibrio de ligamiento con DRB1, lo que podría facilitar la imputación, pero también puede 

arrastrar los errores de imputación ocasionados en DRB1 (Dilthey et al., 2013). De acuerdo a 

estudios anteriores, estos loci presentan un mejor rendimiento en la imputación en poblaciones 

mezcladas, debido a una menor diversidad alélica respecto a DRB1 (Degenhardt et al., 2019; 

Zhou et al., 2016).  

 

Figura 18: Distribución de probabilidades posteriores de imputación de la región HLA-DQA1. 
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Figura 19: Distribución de probabilidades posteriores de imputación de la región HLA-DQB1. 

 

HLA-DPB1, con un porcentaje de confianza alta del 41,31%, presenta una menor diversidad 

alélica en comparación con otros loci de clase II. Según los datos de la base IPD-IMGT/HLA 

(Robinson et al., 2020), mientras que HLA-DRB1 tiene más de 2,800 alelos descritos, HLA-DPB1 

tiene aproximadamente 1,000 alelos, lo que simplifica el proceso de imputación e incrementa 

su rendimiento final (Figura 20).  

 

Figura 20: Distribución de probabilidades posteriores de imputación de la región HLA-DPB1. 

Un factor técnico importante que contribuye a la mejor imputación de DPB1 es la presencia de 

un mayor número de SNPs informativos. Como describieron Okada et al. (2015), HLA-DPB1 tiene 

51 SNPs on target, uno de los que más tiene respecto a otros loci HLA, lo que mejora 
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significativamente la capacidad de capturar la variación alélica mediante imputación. Además, 

Karnes et al. (2017) demuestran que la precisión de la imputación de DPB1 mantiene su 

rendimiento incluso en poblaciones mezcladas; aunque si se utilizan paneles de referencia 

específicos de población, como en este trabajo, la precisión de la imputación aumentar 

significativamente (Zhou et al., 2016). 

5.1.3. Limitaciones técnicas de la imputación 

La calidad de la imputación también se ve afectada por características genómicas específicas, 

como las tasas variables de recombinación entre loci, la selección de SNPs informativos, y la 

presencia de pseudogenes. Además, se ha demostrado que la selección cuidadosa de SNPs 

marcadores puede mejorar significativamente la precisión de la imputación (Okada et al., 2015). 

Para optimizar el rendimiento de la imputación en estas poblaciones se podría utilizar umbrales 

de probabilidad posterior específicos para cada loci y población (Zheng et al., 2014). 

Las limitaciones actuales incluyen el tamaño relativamente pequeño de los paneles de 

referencia para ciertas poblaciones y la dificultad para capturar toda la diversidad HLA. Como se 

indica en el trabajo de Degenhardt et al. (2019), se necesitan paneles de referencia más grandes 

y diversos para mejorar la precisión de la imputación, especialmente en poblaciones no 

europeas, como ocurre en este estudio, que se ve limitado por los paneles de referencia 

existentes. Idealmente se deberían usar paneles específicos de población, donde se tenga en 

cuenta la variabilidad propia de la región analizada. 

 

5.2. Análisis de severidad: variables demográficas 

Los datos mostrados anteriormente muestran una fuerte asociación entre el sexo y la severidad 

(p < 2,2e-16), mostrando un claro efecto protector en mujeres (OR = 0,3564, IC 95%: 0,3008-

0,4216). Este dimorfismo sexual puede darse por varios motivos, como las diferencias en la 

respuesta inmune innata y adaptativa, los efectos de las hormonas sexuales en la expresión de 

ACE2 o variaciones en la respuesta inflamatoria; y se ha observado para distintas poblaciones 

(Klein y Morgan, 2020; Takahashi et al., 2020). 

La relación positiva y significativa entre edad y severidad (β = 0,073554, p < 2e-16) puede 

deberse a una gran diversidad de factores poblacionales y biológicos (Mueller et al., 2020). 

Además, el incremento logarítmico que se ha observado en este estudio concuerda con lo 

descrito por Zhang et al. (2021), donde se demostró que la relación edad-severidad sigue una 

tendencia exponencial. 

La interacción significativa entre edad y sexo (β = 0.025394, p = 0.000175) puede deberse a 

varios factores que se pueden agrupar en variaciones hormonales dependientes de la edad y 

diferencias en comorbilidades (Scully et al., 2020). Además, la evolución descrita en los 

resultados de este estudio de la brecha entre los sexos según se incrementa la edad coincide 

con lo descrito en estudios como el de Li et al. (2020); observándose diferencias mínimas en 

edades tempranas, que se incrementan en edades intermedias y persisten en edades avanzadas.  

Tener estas variables en consideración de cara a un análisis de correlación entre la variabilidad 

HLA y la severidad COVID-19 es clave, hecho por el cual se hizo un ajuste en base a estas variables 

junto con los componentes principales. 
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5.3. Análisis de asociación HLA-COVID 

5.3.1. Estudio de los alelos HLA con la severidad de COVID-19 

Los datos extraídos estudio parecen indicar ciertas asociaciones significativas entre varios alelos 

HLA y la severidad de COVID-19 en población latinoamericana.  

Entre los alelos de riesgo identificados, B*50:01 muestra la asociación más fuerte a nivel 

estadístico, destacando que adquiere significación como factor de riesgo tras el ajuste por 

variables de confusión, igual que ocurre con B*15:03. Estos resultados concuerdan con análisis 

in silico previos que han demostrado que B*15:03 tiene una capacidad excepcional para unir 

péptidos virales con alta afinidad, siendo uno de los alelos HLA con mayor capacidad de 

presentación de péptidos del SARS-CoV-2 (Nguyen et al., 2020; Barquera et al., 2020). 

En los genes HLA de clase II, DQB1*03:19 se clasifica estadísticamente como un factor de riesgo 

significativo tras el ajuste. Esta asociación no ha sido descrita en estudios similares como el de 

Migliorini et al. (2021). A diferencia del alelo DRB1*15:01, también asociado a severidad de 

COVID-19, pero que este sí es respaldado por estudios previos que asociaron este alelo con 

mayor susceptibilidad a la COVID-19, aunque en este caso se utilizó una cohorte italiana (Novelli 

et al., 2020). 

Por otro lado, se han identificado dos alelos protectores significativos: DRB1*04:02 y C*05:01. 

La asociación protectora de DRB1*04:02 también se describe en el trabajo de Langton et al. 

(2021), quienes establecieron que este alelo se asociaba con síntomas menos severos en 

población británica. Por otro lado, el establecimiento del alelo C*05:01 como protector, se 

opone a estudios previos realizados con población italiana, donde se asoció con mayor riesgo 

(Correale et al., 2020).  

DRB1*15:01 también se identifica como alelo de riesgo, del mismo modo que se detectó 

estudios en población italiana (Novelli et al., 2020). Sin embargo, hay diferencias en cuanto a la 

magnitud de la asociación, siendo más fuerte en nuestra cohorte latinoamericana.  

Se identificaron dos alelos protectores significativos: DRB1*04:02 y C*05:01. La asociación 

protectora de DRB1*04:02 concuerda con estudios realizados con una cohorte europea 

británica (Langton et al., 2021), sugiriendo un efecto que prevalece en distintas poblaciones. Sin 

embargo, este efecto protector es más notable en el presente estudio, como ocurría con con el 

alelo DRB1*15:01. 

Es importante destacar el caso del alelo C*05:01, puesto que para nuestra cohorte de pacientes 

latinoamericanos se clasifica estadísticamente como protector, pero en estudios con una 

cohorte europea italiana se define como un alelo asociado a riesgo de severidad de COVID-19 

(Correale et al., 2020). Esta aparente discrepancia podría explicarse por las diferencias en el 

contexto genético entre poblaciones europeas y latinoamericanas, como han sugerido estudios 

recientes sobre la arquitectura genética en poblaciones mixtas (Shi et al., 2021). Las diferencias 

en los efectos causales de las variantes genéticas entre poblaciones se pueden atribuir a 

múltiples factores, como la estructura poblacional específica y las ambientales propias de cada 

población. 

En definitiva, estos resultados muestran seis asociaciones significativas tras el ajuste por 

variables demográficas y componentes principales. Los alelos de riesgo B*50:01, B*15:03, 
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DQB1*03:19 y DRB1*15:01, junto con los alelos protectores DRB1*04:02 y C*05:01, configuran 

un perfil genético que difiere en ciertos aspectos de los estudiados en otras poblaciones. Estas 

diferencias, junto con los cambios observados tras el ajuste por variables de confusión, 

evidencian la importancia de considerar el contexto genético poblacional en estudios de 

asociación HLA. 

6. Perspectivas de futuro 

Este trabajo ha permitido establecer una base inicial en el análisis de la relación entre la 

variabilidad de alelos HLA y la gravedad de COVID-19 en una muestra representativa de 

pacientes. Sin embargo, existen múltiples direcciones en las que se puede ampliar y profundizar 

este análisis para obtener una comprensión más detallada y aplicada de los factores 

inmunogenéticos asociados a la severidad de la enfermedad. 

• Análisis específico de la hospitalización y asintomatología: este estudio se centra en la 

severidad global de los casos, pero un análisis más detallado que separe los casos 

severos en función de la hospitalización y el estado asintomático podría mostrar cómo 

la variabilidad de HLA impacta en las diferentes manifestaciones clínicas de COVID-19. 

Este tipo de análisis permitiría una caracterización más precisa de los alelos de riesgo y 

protección, además de la relación existente entre todas estas variables clínicas. 

• Análisis según el país de procedencia y el porcentaje de ancestría: sería interesante 

tener en consideración el país de procedencia de cada individuo y su porcentaje de 

ancestría (europea, africana y nativoamericana), ya que se ha visto que la variabilidad 

poblacional es un aspecto clave en la imputación de alelos HLA y su posterior análisis de 

asociación con variables clínicas.  

 

7. Conclusiones 

A continuación, se detallan las principales conclusiones derivadas de este trabajo: 

• Para los alelos con más variabilidad, HLA-B y HLA-DRB1, el éxito en las predicciones tras 

la imputación es muy bajo. 

• Los factores demográficos de edad y sexo demuestran ser determinantes críticos en la 

severidad de COVID-19.  

• Se describe una asociación genética entre los alelos B*50:01, DQB1*03:19, B*15:03 y 

DRB1*15:01; y la severidad de la enfermedad en el grupo estudiado. Así como una 

asociación entre los alelos DRB1*04:02 y C*05:01, con una severidad menor. 

• Las diferencias observadas en las asociaciones alélicas entre poblaciones 

latinoamericanas y europeas enfatizan la importancia del contexto genético poblacional 

en la respuesta a COVID-19 y la necesidad de estudios específicos por población. 
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8. Declaración de uso responsable de herramientas IA 

Se declara que para la realización del presente trabajo se han usado diferentes herramientas 

que utilizan la inteligencia artificial para diversos fines. Como ya se ha descrito anteriormente, 

se ha utilizado el paquete HIBAG de R, que utiliza una forma de inteligencia artificial basada en 

modelos de bagging, específicamente Attribute Bagging. También se ha utilizado el motor de 

búsqueda bibliográfica basado en inteligencia artificial Consensus para optimizar la recopilación 

de literatura científica en relación al estudio. Se ha utilizado el asistente de conversación Claude 

para corrección de código en R, comprobación de coherencia en los resultados estadísticos y 

explicación de conceptos de estadística asociados a los resultados. Por último, se ha utilizado el 

asistente de conversación ChatGPT para sintetizar textos, acalaración de conceptos y búsqueda 

de palabras clave en texto. 

A continuación, se citan las herramientas en formato APA, el uso de estas herramientas se 

realizó en distintas fechas desde el comienzo del estudio hasta el día 6 de noviembre de 2024. 

Zhang, H., & Stram, D. O. (2016). HIBAG: HLA Genotype Imputation with Attribute 

Bagging. R package version 1.18.0. https://www.bioconductor.org/packages/HIBAG/ 

Consensus. (s.f.). Consensus: An AI-powered research tool. https://consensus.app/ 

Anthropic. (2023). Claude: A conversational AI assistant. https://www.anthropic.com/ 

OpenAI. (2023). ChatGPT: An AI language model. https://chat.openai.com/ 

 

 

  

https://consensus.app/
https://www.anthropic.com/
https://chat.openai.com/
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